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Abstract

The need to process large volumes of data associa-
ted with the increasing computing power contained in
the current graphics cards have encouraged the acade-
mic community to produce techniques applied to parallel
graphics processing designed for scientific applications.
In this context, the goal of this paper is to present an
implementation of a scientific visualization tool based
on the Particle Tracing Algorithm on graphics proces-
sing units using, in particular, the Compute Unified
Device Architecture (CUDA). It is also evaluated the
performance gains obtained related the combination of
some of the settings offered by CUDA.

1 Introdução

As técnicas de modelagem e de simulação compu-
tacional requerem grande poder de processamento. A
grande eficiência das atuais placas de v́ıdeo no proces-
samento de dados despertou a atenção da comunidade
cient́ıfica como meio de suprir suas necessidades por
computação de alto desempenho. O custo e o consumo
de energia das atuais placas são baixos se comparado
a sistemas dedicados a problemas de alto desempenho
[3]. Porém, nem todos os problemas computacionais
podem utilizar tal tecnologia mas somente os proble-
mas pasśıveis de serem paralelizáveis [3].

Uma técnica de visualização cient́ıfica que não é fa-
cilmente encontrada em ambientes de visualização de
código aberto é o cálculo de trajetória de part́ıculas

(CTP). O CTP manipula dados oriundos de uma si-
mulação numérica gerando, portanto, um processa-
mento geralmente demorado. Logo, existe a exigência
de se alcançar melhores desempenhos na execução deste
tipo de aplicação.

O CTP é um problema que pode fazer uso das tec-
nologias oferecidas pela área de Computação de Alto
Desempenho (High Performance Computing - HPC)
na obtenção de melhores desempenhos. A HPC é
uma área do mercado mundial suprida por empresas
que utilizam tecnologias como o processador Cell, a
computação de propósito geral em unidades de pro-
cessamento gráfico e/ou agrupamento de computado-
res, entre outras arquiteturas, com o intuito de propor
a melhor solução, para os mais diversos domı́nios de
aplicação, como: análise financeira, mineração de da-
dos, processamento de imagens, computação cient́ıfica,
modelagem computacional, visualização cient́ıfica, etc
[1].

Esta técnica pode ainda ser utilizada para a vi-
sualização do transporte de substâncias pelo fluxo
sangúıneo, na visualização deste fluxo no interior de
um aneurisma ou na identificação de suas condições de
formação [8].

A contribuição do presente trabalho é apresentar
a implementação de uma ferramenta de visualização
cient́ıfica baseada no algoritmo de cálculo de tra-
jetória de part́ıculas em unidades de processamento
gráfico utilizando-se a arquitetura CUDA. São anali-
sadas ainda diferentes configurações da presente im-
plementação paralela.

O restante deste artigo está dividido da seguinte
forma: a seção 2 apresenta os trabalhos relacionados,



posteriormente, na seção 3, é caracterizada a imple-
mentação paralela da técnica do cálculo de trajetória
de part́ıculas, a seção 4 apresenta os resultados obti-
dos. Por fim, na seção 5, são apresentadas a conclusão
e os trabalhos futuros.

2 Trabalhos Relacionados

Porto et al [11] apresentam o ambiente CoDIMS
(Configured Data Integration Middleware System) que
foi desenvolvido para gerar sistemas de middleware
de grade que suportem a execução de aplicações ci-
ent́ıficas. Este ambiente possui um componente de con-
trole que instancia e configura objetos de um framework
próprio, visando a criação de um middleware customi-
zado.

Oliveira [5] utilizou o QEF (Query Evaluation Fra-
mework) para implementar o cálculo de trajetória de
part́ıculas em ambiente de grade. O QEF foi proje-
tado para suportar a execução de aplicações comple-
xas em ambiente de grade, neste framework as técnicas
de processamento da visualização são modeladas como
operadores algébricos e integradas a um conjunto de
operadores de controle que gerenciam a distribuição
de dados na grade. Verificou-se que a implementação
do cálculo de trajetória de part́ıculas utilizando QEF
teve desempenho superior ao obtido em [11]. Este re-
sultado deve-se ao fato de não existir transferência de
dados entre os nós remotos e o nó mestre a cada passo
de computação.

Hetch et al [6] apresentam e discutem a imple-
mentação de uma técnica, semelhante ao CTP, que
também é empregada para visualizar simulações de
dinâmica de fluidos com base em seu vetor veloci-
dade. A técnica modela part́ıculas que não podem
ser vistas individualmente por serem muito pequenas.
Tais part́ıculas só podem ser vistas quando em grandes
quantidades e com aux́ılio de técnicas de iluminação. A
implementação realizada foi desenvolvida para ser pro-
cessada em CPU e sua maior limitação é não permitir
identificar visualmente a direção do fluido em um qua-
dro de v́ıdeo isolado, sendo necessários mais quadros
para determinar sua direção.

Mittmann et al [9] descrevem e implementam em
GPU a técnica de visualização baseada em linhas de
corrente e Kondratieva et al em [7] descrevem e imple-
mentam em GPU o cálculo de trajetória de part́ıculas.
Ambos os trabalhos têm por objetivo localizar e ras-
trear moléculas de água entre tecidos vivos. Os dados
de entrada são um exame de ressonância magnética. O
algoritmo identifica e calcula a trajetória de part́ıculas
ou linhas de corrente entre as moléculas de água das
fibras do tecido, desse modo, reconhecendo estruturas

anatômicas. Mittmann et al [9] também implemen-
tam uma versão da referida técnica para aglomerados
de computadores (clusters) e comparam com a versão
GPU, concluindo que a versão GPU é superior em velo-
cidade de processamento, entrentato não realiza com-
parações entre diferentes configurações oferecidas pela
CUDA.

Estes trabalhos abordam o cálculo de trajetória
de part́ıculas salientando sua importância quanto
técnica de visualização de resultados para simulações
numéricas e para processamento de imagens. Os resul-
tados dos trabalhos também apontam a utilização de
tecnologias como cluster e GPU para obter ganho de
desempenho em suas implementações.

3 Paralelização do Cálculo de Tra-
jetória de Part́ıculas

3.1 Implementação Serial

O cálculo de trajetórias de part́ıculas é um conceitos
comum em mecânica de fluidos e serve para caracteri-
zar um fluxo de fluidos, permitindo o estudo do com-
portamento do fluido instável enquanto as linhas de
corrente, como o trabalho de Mittmann et al [9], nor-
malmente são utilizadas para estudar fluidos estáveis.

O método Lagrange para cálculo de trajetória de
part́ıculas em fluidos em um escoamento foi concebido
em 1760 pelo matemático Joseph Louis Lagrange po-
dendo ser descrito como [12]: dada uma part́ıcula de
massa despreźıvel e identificada por sua posição ini-
cial p, um vetor velocidade que descreve o fluxo do
flúıdo (vp) e um intervalo de tempo (t0 a Tp), calcu-
lar a próxima posição da part́ıcula (xp) em função da
velocidade e do tempo (vp(xp, t)).{

dxp

dt = vp(xp, t) t ∈ [t0, Tp]

xp|t=t0 = p,
(1)

Na equação 1, p é o identificador (ID) da part́ıcula,
que coincide com sua posição inicial em t0, e Tp é o
instante de tempo final para a trajetória da part́ıcula
p que foi calculada.

O conjunto de dados de entrada inclui a posição ini-
cial das part́ıculas, a geometria do domı́nio decomposta
em células (tetraedros, cubos, etc.) e um vetor veloci-
dade associado aos vértices das células [2]. As relações
existentes, no conjunto de dados, são modeladas como
abaixo:

• Pontos (point-id, coord-x, coord-y, coord-z ): cada
ponto de uma geometria possui um identificador
(point-id) e coordenadas tridimensionais (coord-x,
coord-y e coord-z ).



• Geometria (cell-id, point-list): no problema em
questão é o tetraedro, que é a célula base cada qual
possui um identificador (cell-id) e um conjunto de
vértices associados, representados por uma lista
(point-list) que contém quatro identificadores de
pontos (point-id);

• Vetor velocidade (point-id, time-instant, inten-
sity): contém o valor da velocidade (intensity)
para todos os pontos da geometria (point-id) em
todos os instantes de tempo (time-instant);

• Part́ıculas (part-id, time-instant, point): cada
part́ıcula possui um identificador (part-id) e esta
posicionada em uma coordenada tridimensional
(point) em um instante de tempo (time-instant);

O primeiro passo do algoritmo, representado como
um fluxograma na figura 1, é a definição da quantidade
de part́ıculas a serem utilizadas e de suas respectivas
coordenadas iniciais (x, y e z).

Figura 1. Pipeline geral do algoritmo de tra-
jetória de partı́culas.

Para calcular a próxima posição da part́ıcula o algo-
ritmo deve encontrar o tetraedro que contém uma dada
part́ıcula. Isso faz-se necessário uma vez que precisa-se
dos valores de velocidade associados aos vértices para
calcular a próxima posição da part́ıcula. Após o cálculo
da próxima posição, retorna-se ao problema de desco-
brir qual tetraedro contém a part́ıcula.

Para reduzir o esforço computacional e o tempo des-
pendido na procura do tetraedro correto, a geometria
de entrada é ordenada em grupos, chamados de me-
tacélulas que são constrúıdas calculando o baricentro
de cada tetraedro e, em seguida, ordenando-os espaci-
almente, usando o baricentro como referência. Ao final
desta ordenação a geometria de entrada estará dividida
em oito metacélulas. Neste momento cada metacélula
terá seus tetraedros percorridos para a identificação
dos valores mı́nimos e máximos para os eixos x, y e z.
Esse processo de identificação dos mı́nimos e máximos
baseando-se nos vértices dos tetraedros, ao invés de em
seus centros, é importante pois elimina a possibilidade
de situações anômalas onde uma part́ıcula poderia es-
tar no interior de uma tetraedro de fronteira entre duas
ou mais metacélulas.

Um cuidado decorrente do processo de criação das
metacélulas é a sobreposição de suas fronteiras que
pode ser vista na figura 2 onde a metacélula marcada
na cor azul possui xMin = 1 e xMax = 3 e a me-
tacélula marcada na cor laranja possui xMin = 2 e
xMax = 2. Essa deficiência obriga o algoritmo de
busca da próxima etapa (cálculo de trajetória) a procu-
rar em todas as metacélulas pelo tetraedro que contém
a part́ıcula. No pior caso (part́ıcula próxima da fron-
teira) pode ocorrer a busca em todas as metacélulas
e no melhor caso (part́ıcula afastada da fronteira) a
busca será apenas em uma metacélula. O tamanho
dos tetraedros também exerce influência no processo
de busca da próxima etapa (cálculo de trajetória) pois
quanto menor o tetraedro menor também será a área
de fronteira e, por consequência, a possibilidade de um
tetraedro de borda conter uma part́ıcula.

Uma vez encontrada a metacélula que contém a
part́ıcula, inicia-se a busca do tetraedro que está con-
tido na metacélula e que contém a part́ıcula. Encon-
trado o tetraedro, pode-se recuperar os valores de ve-
locidade pertencentes aos seus vértices.

A etapa seguinte do algoritmo é calcular a próxima
posição das part́ıculas. Cada part́ıcula pode estar po-
sicionada dentro ou fora de algum dos tetraedros, ou
células, do domı́nio. Os valores do vetor velocidade,
em cada um dos vértices, exercem influência sobre a
posição da part́ıcula resultando em sua movimentação
no interior do tetraedro, figura 3(a), para tetraedros vi-
zinhos, figura 3(b), ou para tetraedros na vizinhança,
figura 3(c). As part́ıculas das figuras 3(a), 3(b) e 3(c)
sofrem influência das velocidades (V1, V2, V3 e V4) no
instante t1 o que resulta em uma nova posição da
part́ıcula em t2. A trajetória da part́ıcula é dada pelo
conjunto de posições resultantes [2].

Este cálculo é realizado sequencialmente para cada
part́ıcula t vezes, onde t é a quantidade de instantes



Figura 2. Sobreposição de fronteiras entre as
metacélulas

de tempo da simulação, ou seja, toda a trajetória de
uma dada part́ıcula pi é calculada antes de iniciarmos
o cálculo da trajetória da part́ıcula pi+1.

A figura 4 mostra o processo executado pelo algo-
ritmo de CTP em sua versão serial.

A complexidade computacional do algoritmo é
O(pn ∗celln ∗ tn), onde pn é a quantidade de part́ıculas,
celln é a quantidade de células (tetraedros) e tn o
número de instantes de tempo da simulação.

3.2 Implementação Paralela

A figura 5 mostra o fluxograma da versão paralela
do CTP que foi implementada utilizando-se CUDA e
que será detalhada a seguir.

No passo 1 ocorre a alocação e inicialização do vetor
que irá conter todas as trajetórias na memória princi-
pal.

O passo 2 faz a leitura e a alocação em CPU da
geometria (pontos e células) de todas as metacélulas
em memória principal. Após a leitura, as variáveis que
serão utilizadas para representar as metacélulas, seus
pontos e células são copiadas para a GPU.

No passo 3 segue-se a alocação em GPU do vetor
que irá conter os valores de velocidade e pressão de
cada ponto em um dado instante de tempo. Cada ins-
tante de tempo será carregado em memória principal e
depois enviado à GPU, onde todas próximas posições
das part́ıculas serão calculadas. Essa é a principal di-
ferença entre as versões serial e paralela do CTP e
pode ser vista na figura 6. Neste ponto a GPU possui
todos os dados necessários para a cálculo do desloca-

(a) Deslocamento da part́ıcula
no interior do tetraedro

(b) Deslocamento da part́ıcula
para tetraedro vizinho

(c) Deslocamento da part́ıcula para tetraedro na vizinhança.

Figura 3. Deslocamento da partı́cula no inte-
rior do tetraedro

mento das part́ıculas para o instante corrente e então é
chamado o método de configuração do kernel CUDA.

Cada bloco pode possuir até 512 threads mas para
a aplicação em questão este número cai para 192 de-
vido a restrições de hardware. No passo de número 4
executa-se a divisão da quantidade de part́ıculas pela
quantidade de máxima de threads que um bloco com-
porta, definindo-se a quantidade de blocos que serão
executados. Em outras palavras, é gerado um thread
por part́ıcula e os threads são distribúıdos entre os blo-
cos. Após a configuração das dimensões dos blocos e
do grid chama-se o kernel CUDA e todo o processa-
mento, a partir deste ponto, é executado por threads
asśıncronas em GPU.

O passo de número 5 tem ińıcio pela localização
da metacélula que contém a part́ıcula através da com-
paração entre os limites da metacélula e a coordenada



Figura 4. Fluxograma do algoritmo de CTP
em CPU

da part́ıcula. Observa-se a necessidade de utilização
de um laço for que serve para percorrer todas as me-
tacélulas devido à existência de sobreposição de limi-
tes entre elas. Após localizar a metacélula tem ińıcio
a busca por células candidatas a conter a part́ıcula.
Uma célula candidata é aquela onde a distância entre
todos os seus vértices e a part́ıcula é menor do que o
comprimento da maior aresta e que foi calculado na
etapa de divisão das metacélulas. Esta operação é me-
nos custosa do que verificar se uma part́ıcula está ou
não dentro de um tetraedro.

O último passo determina efetivamente se a
part́ıcula encontra-se no interior do tetraedro e os va-
lores de contribuição de cada vértice para o movimento
da part́ıcula e pode ser visto na equação 2. Este peso,
ou valor de contribuição, varia entre 0 e 1 para cada
vértice desse modo, 1 indica que a part́ıcula encontra-
se sobre o vértice verificado e a medida que se afasta
o valor tende à 0. Valores maiores do que 1 e menores
do que 0 indicam que a part́ıcula encontra-se fora da
célula candidata.

{
a1 = 1− a2 − a3 − a4 a4 = Produto(N1,V1)

Produto(N1.V4)

a2 = Produto(N3,V1)
Produto(N3.V2)

a3 = Produto(N2,V1)
Produto(N3.V3)

(2)

Figura 5. Fluxograma do algoritmo de CTP
em GPU.

(a) CPU

(b) GPU

Figura 6. Comparação da execução das
versões serial e paralela do CTP

Ao final têm-se quatro valores (a1, a2, a3 e a4) repre-
sentando a contribuição de cada vértice para o deslo-



camento da part́ıcula. Caso a part́ıcula esteja situada
sobre uma aresta ou algum dos vértices o algoritmo
irá considerar que a mesma esta dentro do tetraedro
e dará continuidade ao cálculo, outros tetraedros não
serão verificados.

No passo de número 6 tem-se a duração de cada
instante de tempo (delta), a coordenada de uma dada
part́ıcula (actual part) bem como os valores de veloci-
dade em cada vértice da célula (V ecListSearch) e seus
valores de contribuição (a1, a2, a3 e a4).

Por fim, foi feita a validação dos dados obtidos pela
versão paralela comparando-a com a obtida na versão
serial.

4 Resultados

Para a avaliação de desempenho foi utilizado um
computador com processador Intel Quad Core Q9450
@ 2.66 GHz com 8 GB de RAM e uma GPU NVIDIA
GeForce 9600 GT que possui 8 multiprocessadores de
threads, cada qual com 8 processadores escalares, re-
sultando em 64 processadores escalares. O diagrama
de distribuição de processadores de threads desta GPU
pode ser vista na figura 7. Somente um dos núcleos do
processador Quad-core foi utilizado para a execução do
CTP.

Figura 7. Diagrama da GeForce 9600GT

Os softwares utilizados para o desenvolvimento e
para a avaliação de desempenho das versões serial e
paralela do CTP foram o Linux OpenSuse 11.0 64 bits,
CMake, VTK (software destinado à visualização dos
resultados), Eclipse e o SDK versão 2.3 da NVIDIA.

Figura 8. Malha de tetraedros

A simulação utilizada como entrada de dados possui
as seguintes caracteŕısticas:

• Número de pontos igual a 93.517;

• Número de tetraedros igual a 484.495;

• A maior aresta possui comprimento igual a
0,081734 cm;

• Número de instantes de tempo igual a 101;

• O arquivo descritor da geometria possui 10,7 me-
gabytes (MB);

• Os arquivos descritores dos vetores (velocidade,
pressão e deslocamento) para todos os instantes
de tempo possuem 252,2 megabytes (MB);

A malha de tetraedros utilizada na simulação é mos-
trada na figura 8.

O speedup obtido em relação à uma única CPU pode
ser observado na figura 9. Chegou-se, para o caso de
1536 part́ıculas, a um speedup de 56,12, o que corres-
ponderia a uma diminuição de 98,2% no tempo total.
Eram necessárias aproximadamente 7 horas para pro-
cessar o CTP em CPU. Com o uso de GPU, o proces-
samento total passou a ser executado em cerca de 7
minutos. Ao comparar os resultados obtidos com um
dos trabalhos relacionados mesmo considerando-se que
algoritmo e hardware utilizados por Mittmann et al em
[9] e que obtiveram um speedup máximo de 36x são di-
ferentes dos usados no presente trabalho pode-se notar
que os resultados obtidos no presente trabalho foram
bons.



Figura 9. Speedup em relação a uma única
CPU

As GPUs com suporte a CUDA possuem quantida-
des limitadas de registradores e de memória que podem
ser atribúıdos a blocos e threads. Foram utilizadas dife-
rentes quantidades de blocos e threads na tentativa de
determinar o impacto desta caracteŕıstica sobre o de-
sempenho da aplicação. Para os testes foram utilizadas
as configurações da tabela 1.

Na tabela 1 a coluna A indica os blocos ativos por
multiprocessador e a coluna B indica os warps ativos
por multiprocessador.

Part́ıculas Blocos Threads/Bloco A B

100

8 13 1 1
12 9 1,5 1,5
16 7 2 2
24 5 3 3

384

8 48 1 2
12 32 1,5 1,5
16 24 2 2
24 16 3 3

768

8 96 1 3
12 64 1,5 3
16 48 2 4
24 32 3 3

Tabela 1. Configurações de blocos e de
threads utilizadas.

Como expresso na tabela de capacidade de com-
putação encontrada em [10], a GeForce 9600GT pode
ter em cada um de seus 8 multiprocessadores até 768
threads ativos ou 24 warps ativos. A quantidade to-
tal de warps multiplicado pelo tamanho de cada um
(32), totaliza 768 threads que é maior do que o número
máximo de threads por bloco (512) permitido. Logo,
conclui-se que não ocorre paralelização no processa-
mento de blocos e sim de seus warps.

Figura 10. Efeito da distribuição de threads
pelos blocos no experimento 3

Na tabela 1 pode-se ver os números de blocos ativos
em cada multiprocessador. Estes valores foram calcula-
das dividindo-se o número de blocos pela quantidade de
multiprocessadores existentes na GPU utilizada. Para
as configurações de blocos que utilizam números não
múltiplos do número de multiprocessadores ocorrerá
um desbalanceamento do número de blocos atribúıdo
a cada multiprocessador. Esta situação pode ser vista
na figura 11 onde para 12 blocos metade dos multipro-
cessadores terão 2 blocos e a outra metade apenas 1
bloco.

Figura 11. Distribuição dos blocos não
múltiplos dos multiprocessadores.

Para calcular os números de warps ativos em cada
multiprocessador, primeiramente deve-se lembrar que
warps que não possuem 32 threads serão completa-
dos com threads extras pelo runtime CUDA. Desse
modo, para identificar a quantidade de warps ativos
em um multiprocessador deve-se dividir a quantidade
de threads de um bloco por 32 e realizar um arredon-
damento para cima, pois o runtime também o realiza,
e multiplicar o resultado pela quantidade de blocos ati-
vos em cada multiprocessador. A tabela 1 mostra esses
valores.

Nota-se que o desempenho ficou prejudicado quando
o número de blocos, neste caso 12 blocos, não é
múltiplo da quantidade de multiprocessadores, neste
caso 8. Para a hipótese de 100 part́ıculas nota-se que
este fator não influenciou decisivamente o desempenho



da aplicação aparentemente devido a pequena quanti-
dade de part́ıculas.

O mecanismo de escalonamento da GPU não esca-
lona threads mas sim warps. Toda vez que um dos
warps realiza um acesso à memória global ocorre o
escalonamento, se houver warps suficientes, na tenta-
tiva de ocultar a latência da memória com processa-
mento. Logo, quanto maior a quantidade de warps ati-
vos em um multiprocessador melhor esse mecanismo
funcionará. Isso pode ser visto pela comparação da
tabela 1 com a figura 10 para os casos de 384 e 768
part́ıculas, onde nota-se que quanto maior a quantidade
de warps ativos melhor o desempenho da aplicação.
Ao processar 768 part́ıculas em 24 blocos de 32 threads
observa-se na tabela 1 que a quantidade de warps ati-
vos, neste caso é 3. Enquanto que na linha imediata-
mente acima tem-se 4 warps ativos. Pela comparação
destas duas linhas com suas respectivas colunas na fi-
gura 10, nota-se que com 4 warps ativos o tempo de
processamento foi melhor do que com 3 warps ativos.
Justificando a inferência de que o aumento de warps
ativos pode melhorar o desempenho da aplicação de-
senvolvida. Outra forma de atingir um melhor desem-
penho pode ser a minimização das divergências que
ocorrem quando um dos warps ativos atinge um desvio
condicional utilizando-se a estrutura de dados menci-
onada por Coutinho et al em [4] como Mapa de Di-
vergências.

5 Conclusão

Este trabalho demonstrou como a computação de
propósito geral em placas gráficas pode oferecer ganhos
de desempenho às aplicações de visualização cient́ıfica
através da implementação da técnica de Cálculo de
Trajetória de Part́ıculas em GPU com o uso da ar-
quitetura CUDA.

A análise de diferentes configurações da imple-
mentação paralela levou a conclusão de que o desempe-
nho atinge os melhores ı́ndices pela maximização dos
warps ativos em cada multiprocessador. Além disso,
verificou-se que para número de blocos que não são
múltiplos da quantidade de multiprocessadores, o de-
sempenho é degradado.

Elencam-se como trabalhos futuros: a utilização de
memória compartilhada e memória constante no pre-
sente algoritmo; a minimização das divergências relati-
vas ao desvio condicional existente no código; e a mi-
nimização da quantidade de instruções adicionais uti-
lizadas no controle dos laços através da técnica de des-
dobramento de laços.
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