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Resumo. O algoritmo de leildo tem sido amplamente utilizado para resolver o
problema de emparelhamento de grafos bipartidos e sua implementacdo para-
lela é empregada para encontrar solucdes otimas em um tempo computacional
aceitdvel. Além disso, as novas arquiteturas multicore, além de seus vdrios
niicleos de processamento, possuem um conjunto de instrucoes SIMD que pode
aumentar o desempenho da aplicacdo quando exatamente as mesmas operacoes
necessitam ser realizadas em miiltiplos dados. Nesse contexto, o objetivo deste
trabalho é explorar todo o potencial dessas arquiteturas na execucdo do algo-
ritmo de leildo. Para alcancar este objetivo, versdes vetorizadas foram imple-
mentadas e avaliadas. Em seguida, essas versoes foram executadas em paralelo
utilizando a biblioteca OpenMP. Os resultados mostram que a versdo vetorizada
consegue, em média, um desempenho dez vezes melhor que a versdo sequencial,
enquanto a versdo vetorizada paralela é capaz de aproveitar todo o potencial
das novas arquiteturas multicore, atingindo um desempenho até 200 vezes me-
lhor do que a versdo sequencial.

1. Introducao

Existem diversos problemas onde sao recebidos como entrada dois conjuntos distintos, a
partir dos quais um emparelhamento 6timo deve ser encontrado. Esses problemas podem
ser modelados através de grafos bipartidos, cujos nds representam os elementos a serem
emparelhados e as arestas podem ser associadas com pesos que representam 0s custos
para emparelhar os nés correspondentes. A combinac¢do (emparelhamento) 6tima € o
subconjunto final de pares, em que cada né esta presente em no maximo um unico par e a
soma das arestas escolhidas ¢ minima/maxima.

O problema de emparelhamento de grafos bipartidos é explorado em diversas
areas tais como controle distribuido e alocacdo de instalagdes (distributed control and
facility allocation), na bioinformdtica para verificar as interacdes e semelhancas entre
proteinas [Kollias et al. 2013] e na Visao Computacional, onde o objetivo pode ser, por
exemplo, o emparelhamento de duas imagens ou reconhecimento de objetos, avaliando
as semelhangas entre seus pontos [Shokoufandeh and Dickinson 1999, Vasconcelos and
Rosenhahn 2009].

O algoritmo de leilao [Bertsekas 1979] é amplamente utilizado para resolver o
problema de emparelhamento de grafos bipartidos. Originalmente, ele foi proposto para
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atribuir m pessoas a n objetos distintos, onde cada par (pessoa, objeto) possui um custo
associado que representa sua afinidade. O objetivo principal € atribuir uma pessoa ao
objeto com maior afinidade, maximizando a soma total [Bertsekas 1992, Carpaneto et al.
1988].

A andlise de imagens pode requerer uma grande quantidade de processamento,
uma vez que imagens densas podem ter milhares de pontos a serem considerados ou,
mesmo para imagens menores, pode ser necessario comparar uma sequéncia grande de
imagens. Portanto, para resolver o problema de emparelhamento de duas imagens em
um tempo computacional razodvel, a computacdo paralela tem sido amplamente utili-
zada [Bertsekas and Castafion 1991, Kollias et al. 2012, Sathe et al. 2012]. Uma opg¢ao
para aumentar o desempenho do algoritmo de leildo sdo as novas arquiteturas multi-
core disponiveis, que além de multiplas unidades de processamento, possuem também
instrugdes SIMD que, quando utilizadas eficientemente, sdo capazes de aumentar consi-
deravelmente o desempenho das aplicagcdes sequenciais.

Nesse contexto, o principal objetivo deste trabalho € executar o algoritmo de leilao
eficientemente nas maquinas multicore modernas. Para isso, foram implementadas e ana-
lisadas versdes sequenciais e paralelas (em OpenMP) do algoritmo de leilao, utilizando
vetorizagdo com instrugdes intrinsics. Resultados mostram que foi possivel atingir um
ganho de mais 10 vezes com a versdo sequencial vetorizada e de até 200 vezes com a
versao paralela vetorizada.

Este trabalho estd dividido da seguinte maneira: a Secdo 2 apresenta o algo-
ritmo de leildo. Na Secdo 3, a versdo vetorizada proposta ¢ descrita e avaliada. A
implementacdo paralela utilizando a biblioteca OpenMP ¢é apresentada e avaliada na
Secdo 4. Alguns trabalhos relacionados sao descritos na Se¢do 5. Por fim, a Secdo 6
apresenta as conclusdes e possiveis trabalhos futuros.

2. Algoritmo de Leilao

Esta secdo apresenta uma breve descricdo sobre o Algoritmo de Leildo e sua
implementacdo. O algoritmo de leildo cldssico é definido como o problema de emparelhar
m pessoas com 7 objetos supondo que hd um beneficio a;; associado ao emparelhamento
da pessoa ¢ com o objeto j. Além disso, cada objeto tem um prego p; associado e a pes-
soa que receber o objeto deve pagar seu prego p; [Bertsekas 1979]. O valor associado ao
objeto j pela pessoa i € a;; — p; e cada pessoa ¢ deseja ser associada ao objeto j; de maior
valor /; (maior lance), conforme a Equagao 1:

l; = jgaXn{azj - pj} (D

O Algoritmo de Leilao possui duas etapas principais: (1) OFERTA (Figura 1(a)),

na qual as pessoas dao lances dinamicamente pelos objetos que desejam se associar, e (2)

ASSOCIACAO (Figura 1(b)), na qual o melhor lance recebido para cada objeto € selecio-

nado individualmente, determinando suas associacdes e novos precos. O preco de cada
objeto € aumentado de acordo com o valor do melhor lance por ele recebido.

O fato de os precos ndo serem reduzidos em nenhum momento do algoritmo ga-
rante que mesmo em casos de disputas de um conjunto de pessoas por um objeto es-
pecifico, em algum momento o encarecimento de seu preco com o passar das interacdes
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torna outros objetos mais e mais atrativos, de maneira que em algum momento alguma
pessoa fard o lance final ao objeto disputado e a ele serd associado enquanto que os demais
terdo perdido o interesse e passardo a investir em outros objetos [Bertsekas 1979].

O algoritmo itera em rodadas repetindo as duas etapas principais. Ao fim de cada
rodada é produzido um conjunto de precos e associacdes (Figura 1(b), linhas 5 e 6).
Se todas as pessoas estdo satisfeitas com isso, ou seja, cada pessoa estd associada a um
objeto, o algoritmo termina. Caso contrdrio, cada pessoa livre 7 ofertard um novo lance
para um objeto j, onde os lances sdo calculados como a diferenca entre o objeto de maior
e segundo maior interesse para uma determinada pessoa (Figura 1(a), linhas 8 a 18). E
importante ressaltar que uma constante infinitesimal e é adicionada ao valor do maior
lance para tratar a convergéncia em casos de empate. Ap0s a oferta de lances, um objeto j
serd entdo associado a pessoa ¢ que ofereceu o maior valor associado (Figura 1(b), linhas
9a l6).

Desta forma, enquanto existirem pessoas sem objetos associados, o leildo continua
trocando as pessoas associadas aos objetos, e ajustando o preco de cada objeto j com os
valores dos maiores lances atribuidos a eles (Figura 1(b), linha 5).

3. Vetorizacao do Algoritmo de Leilao

As maquinas multicore, além de varios ndcleos de processamento, possuem instru¢des
SIMD especializadas que podem aumentar consideravelmente o desempenho da aplicagdo
quando uma mesma operacdo pode ser realizada em um conjunto de dados. O processo
de conversao de uma implementacdo escalar de um programa (que realiza uma operagao
em um par de operandos por vez) para um processo vetorial (em que uma unica instrucio
pode se referir a um vetor) é chamado de vetorizagdo [Mark-Sabahi 2012]. Embora para
alguns casos o proprio compilador seja capaz de vetorizar o programa do usudrio, em
geral, ele s é capaz de vetorizar cédigos simples ou que estejam bem otimizados. Essa
dificuldade acontece pois, para vetorizar um programa, o compilador tem que ser capaz
de identificar a auséncia de dependéncia de dados nas operacdes e que 0 acesso a memoria
seja contiguo [Mark-Sabahi 2012].

Assim, em muitos casos, o proprio programador tem que ser capaz de vetorizar o
seu programa e, com isso, extrair todo o potencial de desempenho das instrucdes SIMD.

01 | ofertalance(A, p, 1, m, n) { 01 | associacao(l, p, m, n) {
02 | for (1 =0 ; i <m ; i++) 02 | for (J =0 ; 3j<n; j+ ){
03 | if pessoa i ndo possui objeto associado 03 | (mVal,mInd) = maiorValParaObj(l,j,m);
04 | (1[i].obj,1[i].val) = maiorSegMaior(A[i],p,n); 04 | if Existe um novo vencedor para o objeto Jj
05 | else 05 | pl3il = plj] + mval;
06 | (1[i].0bj,1[i].val) = (-1,-1); 06 | atualizaAssociacao (mVal,mInd) ;
07 |} 071 }
|

08 }

08 maiorSegMaior (Ai, p, n) {

16
17
18

} 16
return ( mInd, (mvVal - smVal + g) ),

}

|
09 | (mInd,mValor,smval) = (0, (Ri[0]-p[0]),-1); 09 | maiorValParaObj(l, j, m) {
10 | for (3 =1 ; j<n; j++) { 10 | (mvVal,mObj) = (-1,-1);
11 ] vaux = Ai[jl-p[3]; 11 ] for (i =0; i <m; i++ )
12 | if ( mval < vaux ) 12 | if ( 1[i].obj == j )
13 | (smvVal,mvVal,mInd) = (mVal,vaux,j); 13 | if ( 1[i].val > mval )
14 | else if ( vaux > smVal ) 14 | (mVal,mInd) = (1[i].val,i);
15 | smVal = vaux; 15 | return (mVal, mInd);

| |

|

|

}
(a) Oferta (b) Associagdo

Figura 1. Algoritmo de leilao.
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Esta secdo descreve trés versoes vetorizadas para o algoritmo de leildo. Elas foram desen-
volvidas utilizando funcdes Intrinsics, que permitem o acesso a diversas instru¢des SIMD
especificas dos processadores Intel, sem a necessidade de escrever cédigo assembly [Intel
2007, Intel 2017].

A Figura 2 prové uma visdo simplificada da estratégia de vetorizacao utilizada
para o algoritmo de leildo. Neste exemplo, o algoritmo original para obter o maior va-
lor de um vetor e seu indice € apresentado na Figura 2(a). Uma vetorizagdo inicial para
esse algoritmo é detalhada na Figura 2(b), onde as operagdes de desvios sao trocadas por
operacdes logicas e todas as operagdes sdo realizadas em um bloco de elementos simul-
taneamente (4, neste exemplo). Por fim, o algoritmo de uma versdo vetorizada otimizada,
que evita executar um conjunto de instrugdes quando todos os elementos do bloco sdo me-
nores ou iguais aos maiores valores vistos até o momento pode ser visto na Figura 2(c).

Uma explicacdo detalhada de como funciona a vetorizagdo é apresentada na Fi-
gura 2(d). Do lado esquerdo da figura se encontra uma simplificacdo do algoritmo veto-
rizado detalhado na Figura 2(b), para achar o maior valor e seu indice, considerando um
vetor de 8 elementos inteiros de 4 bits. O lado direito da figura mostra o valor (em he-
xadecimal) das varidveis ao longo da execucdo do algoritmo. Para facilitar foi destacado
em azul o que esté sendo lido, em vermelho o que esta sendo atribuido e em cinza escuro
o que foi lido e atribuido para a mesma varidvel. A linha 1 do algoritmo carrega as 4 pri-
meiras posicdes do vetor v na varidvel vetorizada mval, enquanto que a linha 2 carrega
os indices dessas posicdes na varidvel mInd. A linha 3 carrega as préximas 4 posicdes
do vetor na varidvel auxV e a linha 5 os indices dessas posi¢des na varidvel auxI. Por
sua vez, a linha 4 compara auxV com mVal colocando na varidvel vetorizada mask o
resultado dessa comparacdo que é F' (15) quando os valores de auxV sdo maiores que 0s
correspondentes em maiorV e 0 caso contrario. Na linha 6, mVal recebe os maiores va-
lores, comparando cada posi¢do de auxV com mVal através da fungdo MAX. As linhas de
7 a9 descrevem os passos para pegar os indices das varidveis mInd e auxI, de acordo os
maiores valores de cada uma das varidveis auxV e maiorV. Por fim, a redugdo encontra
o maior valor e seu indice percorrendo todos os elementos da varidvel vetorizada. E im-
portante observar que a reducio sé € executada uma vez ao final do algoritmo, enquanto
as etapas anteriores acontecem m/chunk vezes onde m é o numero de objetos (colunas
da matriz) e chunk o nimero de elementos na variavel vetorizada (4, neste exemplo).

Neste trabalho foram elaboradas 3 versoes vetorizadas para o algoritmo de leildo:

e simples: Nesta versio foram vetorizadas as fungdes maiorSegMaior e
maiorValorParaObj (Figura 1), eliminando todos os comandos if com
operacgdes ldgicas e comparacdo com maéscara, conforme o exemplo da Figura
2(b). Desta forma, é necessdrio executar sempre todas as instrugdes para os ele-
mentos do vetor.

e cAssociacao: FEsta versdo é baseada na versao simples, onde é feita uma
otimizag¢do utilizando instru¢des condicionais na fun¢do maiorvValorParaObj
(Figura 1(b)), conforme o exemplo da Figura 2(c). Desta forma, evita-se a
execucdo de instrugcdes quando o objeto j ndo for encontrado em um bloco de
[ (linha 12 da Figura 1(b)).

e cCompleto: Esta versdo é baseada na versdo cAssociacao, onde ¢ feita uma
otimizacao utilizando instru¢des condicionais na fungdo maiorSegMaior (Fi-
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01 | mval = Ai[0]; 01 | mval = LOAD (Ai) ; 01 | mval = LOAD (Ai);
02 | mInd = 0; 02 | mInd = SET(0,1,2,3); 02 | mInd = SET(0,1,2,3);
03 | for (3=1 ; j<m ; j++) { 03 | for (j=4 ; j<m ; j+=4) { 03 | auxif = SET1(-1);
04 | if (Ai[j] > mval) { 04 | auxV = LOAD (Ai+j); 04 | for (j=4 ; j<m ; j+=4) {
05 | mvVal = Ai[j]; 05 | mask = CMPGT (auxV, mvVal); 05 | auxV = LOAD (Ai+j) ;
06 | mInd = j; 06 | auxI = SET(i, j+1, j+2, j+3); 06 | mask = CMPGT (auxV, mvVal) ;
07 | } 07 | mvVal = MAX(auxV, mval) ; 07 | cond = TESTZ (mask, auxif);
08 | } 08 | auxI = AND (mask, auxI); 08 | if ('cond) {
09 | mInd = ANDNOT (mask, mIind) ; 09 | auxI = SET(i, j+1, j+2, j+3);
10 | mInd = OR(auxI, mInd); 10 | mVal = MAX(auxV, mval) ;
111} 11 | auxI = AND (mask, auxI);
12 ) REDUCAO 12 ] mInd = ANDNOT (mask, mIind) ;
13 | mInd = OR(auxI, mInd);
14 }
15 | }
16 | REDUGAO
(a) Cdédigo original (b) Cédigo vetorizado (c) Cdédigo vetorizado otimizado
[ Leitura [T Escrita [ Leitura/Escrita [[T] Resultado
mVal mInd auxV | auxI mask Ai
o 1 | mval = LOAD(ai); [3]518l2] [3Ts5T8T2Ta1T7Tse]
L2 | mInd = SET(0,1,2,3); [oT1T2T3]
3 | auxV = LOAD(Ai+j); |2 |[adaTzTe] [3TsTsf2TaT177Te]
4 | mask = CMPGT (auxV, mval); [3]5]8]2] |2 [a]1]7]6] [FToTolF]
5 | auxI = SET(j, j+l, 3+2, j+3); ] [4]5T617] o] 171
16|mVal=MAX(auxV, mval) ; [a]5]8Ts6] | [aT1]7Ts6] | | [
7 | auxI = AND(mask, auxI); | [aJoJol7][FloJoTF] | | [
8 | mInd = ANDNOT (mask, mInd); [0]112]0] LEloJo[F] [2Tala07]
S| mind = OR(auxI, mInd); hTe07] [elolol7] [2Taf1]7]
REDUGAO > =

(d) Execugdo vetorizada - baseada no c6digo de (b)

Figura 2. Exemplo de vetorizacao para achar o maior elemento de um vetor e o
seu indice.

gura 1(a)), conforme o exemplo da Figura 2(c). Neste caso sdo usadas duas
instrucdes condicionais para evitar a execucgao de instrucdes quando nenhum valor
de vauz no bloco é maior do que os correspondentes em mV al, ou quando todos
os valores de vaux no bloco sdo maiores do que os correspondentes em mV al
(linha 12 da Figura 1(a)).

3.1. Analise Experimental

Todos os experimentos deste trabalho foram realizados em uma mdquina multicore
NUMA (Non-Uniform Memory Access) com 36 niicleos de processamento (2 chips Intel®
Xeon® CPU E5-2699 v3 @ 2.30GHz) com 128 GB de RAM. Esse processador conta com
instrucdes SIMD do tipo AVX?2 de 256 bits. Todos os programas foram compilados uti-
lizando o compilador icc da Intel com otimizacdo -O3. No primeiro experimento foram
utilizadas 35 matrizes reais distintas para o problema de emparelhamento de duas ima-
gens. Para este problema os pontos da primeira imagem s@o representados nas linhas,
enquanto que os pontos da segunda imagem nas colunas. Cada elemento da matriz repre-
senta a afinidade de um ponto da primeira imagem com um ponto da segunda imagem.

E importante ressaltar que, apesar do tempo para calcular o emparelhamento de
algumas das matrizes da Tabela 1 ser muito pequeno, ele corresponde apenas ao tempo
necessdrio para se emparelhar duas imagens. Para emparelhar uma sequéncia de imagens
de um filme, por exemplo, o tempo pode aumentar consideravelmente. Neste caso, mesmo
para matrizes pequenas, o uso do algoritmo de leildao vetorizado proposto é fundamental
para se conseguir emparelhar sequéncias de imagens com um tempo de execugdo subs-
tancialmente menor. Como, para a maioria das instincias, o tempo de execu¢do € muito
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pequeno, cada versdao do algoritmo de leildo implementada para cada uma das matrizes
foi executada 100 vezes e o coeficiente de variacdo foi calculado.

Tabela 1. Tempo de execucao, coeficiente de variacao e speedup das versoes
vetorizadas

Imagem Caracteristicas Tempos (segundos) Coef. de Variagdo (%) Speedup

#Lin | #Col | #lter Orig simp cA c¢C | Orig | simp | cA | cC | simp cA cC
alamol3 795 | 1241 | 404 | 0.6383 | 0.2362 | 0.0822 | 0.0851 8 16| 16| 13| 270 | 7.77| 7.50
alamol4 1241 | 1544 | 998 | 2.6583 | 0.8690 | 0.2807 | 0.2828 1 2| 3| 5]3.06| 947 | 940
alamo16 1020 | 1241 | 964 | 1.7339 | 0.5902 | 0.2190 | 0.2145 3 511314 | 294 | 792 | 8.08
alamol7 966 | 1241 | 925 | 1.5775 | 0.5303 | 0.1889 | 0.1903 5 711615297 | 835 | 829
alamol8 1069 | 3306 | 3097 | 15.3270 | 4.9661 | 1.5891 | 1.5219 2 10 1| 0| 3.09| 9.65|10.07
bank 654 | 1418 | 134 | 0.2511 | 0.0737 | 0.0255 | 0.0057 14 13 12| 11| 341 | 985| 9.77
bdom 1237 | 1470 | 841 | 2.1164 | 0.6814 | 0.2113 | 0.2109 0 31 3| 3] 3.11]10.01|10.03
cars 187 | 730 | 110 | 0.0368 | 0.0118 | 0.0059 | 0.0059 7 10 11| 11| 3.13 | 6.19| 6.19
chinesebuilding | 861 | 1683 | 224 | 0.4964 | 0.1806 | 0.0652 | 0.0647 7 14| 14| 14| 275 | 7.62 | 17.67
eifell 387 | 1917 | 121 | 0.1882 | 0.0561 | 0.0239 | 0.0231 13 14| 10| 11 | 335 | 7.87| 8.14
essighaus 951 | 898 | 3698 | 4.8937 | 1.6273 | 0.5866 | 0.5734 5 3] 1| 3|301| 834 853
grafitti 1559 | 1641 | 1775 | 6.1955 | 1.9848 | 0.5845 | 0.5812 0 0| 0| 0| 3.12|10.60 | 10.66
londonbridge 1219 | 1332 | 2472 | 5.4977 | 1.7815 | 0.5552 | 0.5432 0 1| 1| 2309 990 10.12
madrid 1159 | 1360 | 671 | 1.4950 | 0.4964 | 0.1679 | 0.1696 2 31 91 9301 891 882
metz 1286 | 1773 | 460 | 1.4388 | 0.4594 | 0.1378 | 0.1367 3 0| 0| 0| 3.13|1044 |10.52
miduomo 719 | 1143 | 1374 | 1.6831 | 0.5829 | 0.2168 | 0.2145 3 9] 16|16 | 289 | 7.76 | 7.85
miduomo02 2932 | 4369 | 1081 | 18.8940 | 6.0137 | 1.6779 | 1.6414 0 0| 0| 0] 3.14|11.26 | 11.51
montreal 991 | 1193 | 1173 | 1.9659 | 0.6661 | 0.2406 | 0.2437 3 6| 14| 13| 295 | 817 | 8.07
neubrandeburg | 2142 | 3526 | 2380 | 24.4941 | 7.8014 | 2.2193 | 2.1722 0 0] 0| 0] 3.14|11.04 | 11.28
notredame 3026 | 3297 | 2087 | 28.2164 | 8.9569 | 2.4323 | 2.4014 0 0| 0| O 3.15|11.60 | 1175
notredame12 806 | 1246 | 176 | 0.3255 | 0.1020 | 0.0327 | 0.0330 15 15| 14| 14| 3.19 | 994 | 9.85
notredame16 845 | 1246 | 235 | 0.4233 | 0.1433 | 0.0469 | 0.0469 10 15| 1112 295 | 9.02 | 9.02
pantheon 1339 | 3306 | 288 | 1.7659 | 0.5711 | 0.1802 | 0.1736 2 0| 5| 2|3.09| 9.80|10.17
pantheon2 2083 | 4195 | 1093 | 12.9919 | 4.1978 | 1.1913 | 1.1644 0 31 0 0| 3.09|1090 | 11.16
portcullis 907 | 1411 | 211 | 0.4371 | 0.1563 | 0.0512 | 0.0513 9 15 13| 13| 2.80 | 8.54| 852
postoffice 837 | 1189 | 468 | 0.7249 | 0.2729 | 0.0952 | 0.0908 7 15 13| 15| 2.66 | 7.62| 7.98
riga 963 | 1683 | 642 | 1.4520 | 0.4891 | 0.1732 | 0.1721 1 31 9| 81297 | 838 | 844
sanmarco 851 | 934 | 2014 | 2.3241 | 0.7918 | 0.3084 | 0.3060 3 71 13|13 | 294 | 754 | 7.60
sanmarco2 2454 | 3213 | 501 | 5.3515| 1.7000 | 0.4690 | 0.4654 1 1| 0| O 3.15|11.41 | 11.50
startgarder 3044 | 4339 | 786 | 14.0710 | 4.4684 | 1.2225 | 1.2126 0 0| 0| 2| 3.15|11.51|11.60
startgarder3 4028 | 4484 | 3004 | 73.6040 | 23.4472 | 6.3750 | 6.2465 0 1| O O 3.14 1154|1178
taj 528 | 1122 | 546 | 0.6012 | 0.2000 | 0.0731 | 0.0723 8 11| 911|301 | 822| 832
tavern 1286 | 2719 | 134 | 0.6443 | 0.2080 | 0.0637 | 0.0633 0 3/ 0 1310|1011 |10.19
townsquare 1004 | 1112 | 1479 | 2.3336 | 0.7959 | 0.2914 | 0.2871 2 4| 11)12| 293 | 801 | 8.13
worldbuilding | 1268 | 2067 | 438 | 1.5835 | 0.5017 | 0.1501 | 0.1484 2 0| 0| 1| 3161055 |10.67

Os resultados para as trés versdes vetorizadas, descritas na Sec¢do 3, assim como
o algoritmo de leildo sequencial original (Sec¢do 2) podem ser vistos na Tabela 1. Para
cada uma das matrizes (cada linha da tabela) sdo apresentados o nome da matriz e a sua
quantidade de linhas, colunas e iteragdes, assim como, a média do tempo de execucdo, o
coeficiente de variagdo e o speedup das versdes vetorizadas em relag@o a versdo sequencial
original. Os maiores speedups para cada uma das linhas da tabela estdo destacados em
negrito.

O tempo para executar cada imagem ¢ diretamente proporcional ao tamanho da
matriz de pontos e a quantidade de iteracdes para achar o emparelhamento 6timo, uma vez
que o algoritmo de leilao, a cada iteracdo, percorre toda a matriz. As versdes vetorizadas
tiveram um desempenho muito superior a versdo original, aproveitando o grande poten-
cial das instru¢cdes SIMD. A média dos tempos de execucdo da versdo simples (simp),
considerando todas as matrizes, foi aproximadamente trés vezes menor do que da versao
original (Orig), enquanto que as médias das versdes cAssociacao (cA) e cCompleto (cC)
foram mais de 9 vezes menor. Para aproximadamente metade das matrizes, os coeficientes
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de variacdo foram bem pequenos (abaixo de 10%), para outra metade, onde os tempos de
execucdo sdo significativamente menores, o coeficiente de variagdo foi um pouco maior
(abaixo de 16%). E importante ressaltar que para as maiores instincias (onde o tempo de
execucdo do algoritmo original foi maior que 5 segundos) o maior coeficiente de variacdo
encontrado foi 3%, sendo que a maior parte ficou menor ou igual a 1%.

Analisando os melhores speedups, que estdo destacados em negrito, fica claro que,
para a maioria das matrizes, a versdo cCompleto produziu os melhores desempenhos.
Praticamente em todos os casos que cAssociacao apresentou o maior speedup, a diferenca
foi muito pequena em relagdo a cCompleto e o coeficiente de variagdo muito alto, o que
mostra uma grande variagao nos tempos de execucdo para essas matrizes. Desse modo, a
proxima sec¢do ird analisar o desempenho apenas das implementagdes paralelas baseadas
no algoritmo original e na versdo vetorizada cCompleto.

4. Paralelizacao do Algoritmo de Leilao para Arquiteturas Multicore

O presente trabalho tem o objetivo de aproveitar todo potencial das arquiteturas multi-
core. Assim, além da vetorizagdo que maximiza o uso das instru¢des SIMD, € necessario
utilizar os maltiplos nicleos de processamento de maneira eficiente, através de técnicas
de paralelizacdo baseadas em memdria compartilhada. Para isso, foi utilizado o modelo
de programacao paralela com memoria compartilhada OpenMP [Chandra et al. 2000].

Como descrito na Secdo 2, o algoritmo de leildo € basicamente uma sucessao
de iteracdes, onde em cada uma dessas iteracoes sdo executadas as fases de OFERTA
e ASSOCIACAO. Na fase de OFERTA, o calculo do lance dado por cada pessoa para
um objeto ndao depende do lance de outra pessoa. Assim, cada lance pode ser reali-
zado em paralelo, bastando para isso distribuir as m iteragdes do laco da Linha 02 da
funcdo ofertaLance (Figura 1(a)) entre as p threads disponiveis, através de uma dire-
tivaparallel for doopenMP.

Por sua vez, na fase de ASSOCIACAO cada objeto seleciona o melhor lance re-
cebido e determina sua associacdo e novo preco, sem depender das selecdes dos outros
objetos. Assim, o cddigo OpenMP da fase de ASSOCIACAO é simplesmente distribuir as
n iteragdes do laco da Linha 02 da fun¢do associacao (Figura 1(b)) entre as p threads
disponiveis, através de uma diretiva parallel for do openMP.

4.1. Analise Experimental

Os experimentos para avaliar as versado paralelas utilizaram o mesmo ambiente descrito na
Subsecdo 3.1. Inicialmente, foram executadas as trés matrizes com os maiores tempo de
execucdo da Tabela 1 (startgarder3, neubrandeburg e notredame), variando a quantidade
de threads OpenMP de 2 até 36. Além disso, dois outros parametros de execugdo foram
avaliados: escalonamento de lacos e afinidade com o processador. O escalonamento
de lacos do OpenMP permite uma série de opg¢des de como dividir as tarefas do laco
paralelizado entre as threads. Foram avaliadas as opgdes: static, dynamic e guided. A
opcdo static divide todas as iteracdes do laco em fracdes de mesmo tamanho entre as
threads. Ja, as opcodes dynamic e guided dinamicamente vao atribuindo um conjunto de
iteracdes para as threads. Enquanto a op¢ao dynamic distribui uma iteracdo por vez, a
opc¢ao guided inicia distribuindo fracdes grandes para cada thread que vao diminuindo
durante a execugao. Por sua vez, a afinidade com o processador pode ser habilitada para
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determinar o conjunto de cores onde as threads do programa poderdo ser escalonadas. O
uso da afinidade pode ser interessante para evitar o uso de Hyper-threading e para mitigar
custos com acesso a memoria (NUMA).

O speedup para cada um dos cendrios avaliados, calculado a partir da média de 5
execucdes (o coeficiente de variacdo foi na média abaixo de 2% e nao ultrapassou 5%),
pode ser visto na Figura 3. Foram exibidos apenas os resultados com afinidade, visto
que o desempenho das versdes sem afinidade foi de aproximadamente metade do que
o da versao com afinidade. A razdo para tal comportamento se deve principalmente ao
fato de que entradas pequenas tiveram uma grande reducdo do tempo de execucdo para
as versdes vetorizadas, resultando em baixa granularidade. Sendo assim, os custos de
acesso a memoria da arquitetura NUMA se tornaram mais evidentes, ao usar desnecessa-
riamente cores dos dois chips. Para os demais experimentos, optamos por ndo executar os
experimentos sem afinidade.

Com relacdo as politicas de escalonamento de lagos, a opcao static foi a que produ-
ziu os melhores resultados tanto para versao paralela original como também para a versao
paralela vetorizada (cCompleto). Apesar da execucdo ndo ser uniforme, ou seja, a oferta
de lances das pessoas serem espalhadas ao longo das linhas da matriz e a associacdo dos
objetos as pessoas também serem espalhadas, isso ndo causa um desbalanceamento sufi-
ciente para que as politicas de escalonamento dindmicas tirem proveito. Assim, a baixa
sobrecarga da politica estatica produziu os melhores resultados.

= original static original dynamic ~ ==+=original guided
={=cCompleto static cCompleto dynamic cCompleto guided cCompleto Seq
0 40 40
35 \ 35 35
30 / \ 30 30 N\
25 N 25 25 / \,
% 20 \\ % 20 20 ~\
N | S

(a) startgarder3 com afinidade (b) neubrandenburg com afinidade  (c) notredame com afinidade

Figura 3. Speedup das versoes paralelas vetorizada e original

Ao se analisar a escalabilidade é possivel verificar que a versdo paralela original
apresentou ganho de desempenho a medida que a quantidade de cores aumenta até o li-
mite de 18 cores. Especificamente para a matriz startgarder3, a maior das trés, também
houve melhora de desempenho com mais de 30 cores. Porém, para todos os cendrios,
o desempenho da versdo paralela original foi pior do que a versdo vetorizada sequencial
(cCompleto seq). Por sua vez, a versdo paralela vetorizada s6 escalou até 6 cores, sendo
que para a menor matriz (neubrandeburg) somente até 4 cores. A razao para baixa escala-
bilidade é a granularidade fina das tarefas em fun¢ao do excelente desempenho da versao
vetorizada sequencial. Por exemplo, o tempo total de execugdo da versao original se-
quencial para a matriz startgarder3 é de 73, 6 segundos, enquanto que o tempo da versio

83



WSCAD 2017 - XVIII Simpésio em Sistemas Computacionais de Alto Desempenho

vetorizada sequencial € de apenas 6, 2. Por sua vez, tempo da execugdo paralela com 6
cores foi de apenas 1,92 segundos para executar as 3004 iteracdes, ou seja, um tempo
de aproximadamente 0, 00063 segundos por iteragdo. Assim, como o paralelismo ocorre
a cada iteracdo do algoritmo, fica evidente a granularidade fina das tarefas nesse ponto,
limitando sua escalabilidade. Mesmo assim, € importante destacar que para essa matriz
a versdo paralela vetorizada foi quase 40 vezes mais rdpida que a versdo original sequen-
cial, utilizando apenas 6 cores. Para a menor matriz (neubrandeburg) o desempenho foi
26 vezes melhor utilizando apenas 4 cores.

E possivel observar uma queda brusca de desempenho de 18 para 20 cores em
todos os cendrios apresentados na Figura 3. A explicacdo para tal comportamento é a
sobrecarga no acesso a memoria em fungdo da arquitetura NUMA. Para até 18 cores,
apenas um chip (processador) da miquina é utilizado, o que garante o acesso a memoria
préxima a ele. Por sua vez, com 20 ou mais cores pelo menos uma das threads vai ter que
acessar a memoria mais distante (acesso mais custoso), aumentando a sobrecarga.

O préximo experimento avalia as versOes paralelas para matrizes maiores. Para
isso foi utilizada uma aplicacdo que simula o movimento de particulas, ao longo do
tempo, dentro de um ambiente 3D com diferentes velocidades, perturbadas por ruidos
aleatérios. Essa aplicacdo permite criar casos de estudo com maior concorréncia ou
maior esparsidade pela escolha do ndmero de particulas e defini¢do da caixa envolvente.
Dessa forma, permite criar matrizes de custo/beneficio com diferentes caracteristicas de
alocacdo. Foram geradas matrizes de custo/beneficio com diferentes tamanhos e quanti-
dades de iteragcdes e o emparelhamento dessas particulas, entre dois instantes de tempo,
foi realizado utilizando as versdes paralela original e vetorizada.

A Figura 4 apresenta os graficos das execucgdes da versdo paralela cCompleto
com politicas de escalonamento de lagos static, para as seguintes matrizes de entrada com
diferentes tamanhos e iteragdes: 2000 x 2000 elementos e 3100 iteracdes (m2k_3100);
4000 x 4000 elementos e 3100 iteracoes (m4k_4479); 8000 x 8000 elementos e 7747
iteracoes (m8k_7747); 16000 x 16000 elementos e 9115 iteracdes (m16k _9115); 32000 x
32000 elementos e 12690 iteracdes (m32k_12690). As Figuras 4(a) e 4(b) mostram os
speedups relativos a versao sequencial original e sequencial vetorizada, respectivamente.

As duas figuras mostram claramente o aumento da escalabilidade com o aumento
do tamanho das matrizes de entrada. Por exemplo, como mostra a Figura 4(b), a entrada
m32k 12690 atinge speedup de 20,2 para 32 cores, enquanto que a entrada m2k 3100
apresenta speedup de apenas 1,2 para o mesmo cendrio. Como ja destacado anterior-
mente, 0 motivo da baixa escalabilidade das matrizes pequenas € a granularidade fina
das tarefas, principalmente em fun¢do do excelente desempenho da versao vetorizada se-
quencial. Assim, é esperado que para matrizes grandes todo o potencial das arquiteturas
multicore possa ser aproveitado, mesmo considerando a sobrecarga de acesso a memoria
das arquiteturas NUMA.

Ja, a Figura 4(a) destaca o excelente desempenho alcancado, em funcdo da
combinagdo da vetorizacdo, que permite o uso eficiente das instru¢des SIMD, com o
paralelismo, que permite uso dos multiplos nicleos de processamento disponiveis nas ar-
quiteturas multicore, atingindo o patamar de 200 de speedup para a entrada m32k_12690,
executando em 36 cores, o que significou uma redugdo de mais 5 horas de execu¢do com
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a versdo sequencial original para apenas 90, 7 segundos, com a versdo vetorizada paralela.

Uma caracteristica interessante é que, de maneira geral, a maioria das associagdes
ocorrem nas primeiras iteracdes (por exemplo, para todas as matrizes apresentadas mais
de 90% das associacdes ocorreram antes de atingir 500 iteragdes). Isso faz com que as
iteracdes intermedidrias e mais proximas do fim executem menos processamento, pois a
maioria dos objetos ja estd associada, restando poucas pessoas disputando poucos objetos.
Experimentos iniciais mostraram que € possivel ajustar durante a execucao a quantidade
de threads para tirar proveito deste comportamento. Mais especificamente, foi verificado
que, para a matriz m16k 9115, ao se iniciar a execucdo com 18 threads e, a partir do
momento que mais de 90% dos objetos forem associados, reduzir a quantidade de threads
para 16, diminui o tempo de execugao.
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Figura 4. Execugéao Paralela para Matrizes de Emparelhamento de Particulas

5. Trabalhos Relacionados

O algoritmo de leildo para o problema de emparelhamento ja foi cuidadosamente anali-
sado em [Bertsekas 1979, Bertsekas 1992], onde foi demonstrado a importancia do in-
cremento e-scaling que garante a otimalidade do algoritmo. Além disso, implementacdes
paralelas sincronas e assincronas do algoritmo de leildo foram propostas e executadas em
uma maquina paralela real em [Bertsekas and Castafion 1991].

O trabalho em [BuS$ and Tvrdik 2009] introduziu a estratégia, chamada de look-
back, que estende a implementacdo classica com a habilidade de reutilizar informacao de
lances anteriores. O artigo mostra que é possivel utlizar lances anteriores eficientemente,
embora o algoritmo falhe em quase 30% para um dos tipos das entradas testadas.

Um algoritmo de leildo paralelo capaz de emparelhar grandes grafos bipartidos
densos e esparsos foi apresentado em [Sathe et al. 2012], propondo uma nova estratégia
e-scaling. Resultados experimentais em um supercomputador Cray XE6 mostram que
a implementacdo hibrida MPI—-OpenMP reduziu drasticamente o tempo de execugao,
embora nenhuma anélise do desempenho tenha sido apresentada.

O problema de alinhamento de grafo global em clusters de alto desempenho foi
apresentado em [Kollias et al. 2014]. Este trabalho nio s6 acha os vértices similares
através do uso do algoritmo de leildo para emparelhamento de grafos bipartidos, mas,
diferentemente dos outros trabalhos apresentados nesta secdo, previamente computa a
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matriz de similaridades. Matrizes contendo de 5.000 até 1.500.000 vértices foram execu-
tadas em um supercomputador Cray XEO6 eficientemente, especialmente para as matrizes
grandes.

O trabalho apresentado em [Nascimento et al. 2016] analisa como o tamanho da
matriz e quantidade de iteragdes influenciam no tempo de execucao de uma versao hibrida
(OpenMP/MPI) do algoritmo de leildo. Uma importante contribui¢io foi mostrar o custo
de comunicagdo entre os nds do cluster, a cada iteragao, e como isso afeta o desempenho
do algoritmo de leildo.

Diferentemente de todos os trabalhos descritos nesta se¢o, este trabalho imple-
menta e avalia versdes sequenciais vetorizadas que tiram proveito das instru¢cdes SIMD
disponiveis nas novas arquiteturas. Além disso, também implementa e avalia versdes pa-
ralelas com a biblioteca OpenMP que mostram que o uso eficiente das instru¢des SIMD
em conjunto com os processadores (cores) potencializam o ganho de desempenho nas
novas arquiteturas multicore.

6. Conclusoes e Trabalhos Futuros

A motivagdo prética para a adog¢do do algoritmo de leildo na resolu¢do do problema de
emparelhamento de grafos bipartidos € a existéncia de cendrios onde o tamanho do pro-
blema ¢ altamente proibitivo, tornando sua natureza distributiva uma formulaga@o valiosa
para o uso do paralelismo.

Este trabalho implementou e avaliou versdes vetorizadas do algoritmo de leildo,
assim como, implementacoes paralelas utilizando memoria compartilhada. Os resulta-
dos mostram que € possivel aproveitar todo potencial das novas arquiteturas multicore.
Enquanto que a versdo vetorizada foi em média 10 vezes mais rapida que a versdo se-
quencial, sendo suficiente para resolver problemas pequenos muito rapidamente, a versao
paralela vetorizada atingiu 200 de speedup, se mostrando como uma excelente alternativa
para execug@o de matrizes médias e grandes em arquiteturas multicore.

Trabalhos futuros irdo avaliar técnicas para variar a quantidade de unidades de
processamento a serem utilizadas ao longo da execug@o, uma vez que a quantidade de
trabalho a ser realizada diminui com o ndmero de iteracdes. Além disso, otimizagdes para
melhorar a sobrecarga de acesso a memodria NUMA serdo investigadas com o objetivo de
aumentar ainda mais a escalabilidade do algoritmo de leildo nas maquinas multicore.
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