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Resumo. Com a crescente complexidade das simula¢cdes computacionais e o
aumento do volume de dados processados, a execucdo de workflows cientificos
em ambientes HPC torna-se cada vez mais necessdria. No entanto, dimensio-
nar a quantidade necessdria de recursos para essa execu¢do pode ser uma ta-
refa desafiadora, uma vez que implica considerar a estrutura do workflow e as
caracteristicas do ambiente. Este artigo apresenta a heuristica GraspCC—LB,
baseada no procedimento de busca adaptativa randomizada gulosa (GRASP),
para o dimensionamento de recursos em ambientes HPC. A GraspCC—LB con-
sidera a estrutura do workflow em layers para realizar o dimensionamento, o
que a difere das abordagens existentes. A GraspCC—LB foi avaliada utilizando
traces reais de workflows das dreas de bioinformdtica e astronomia, demons-
trando resultados promissores.

Abstract. With the increasing complexity of computational simulations and the
growing volume of processed data, the execution of scientific workflows in HPC
environments becomes more necessary. However, dimensioning the required
amount of resources for this execution can be a challenging task, as it involves
considering the workflow structure and the environment characteristics. This
paper introduces the GraspCC—LB heuristic, based on the Greedy Randomi-
zed Adaptive Search Procedure (GRASP), for resource estimation in HPC envi-
ronments. GraspCC—LB considers the workflow structure in layers to perform
the estimation, making it different from existing approaches. The GraspCC—LB
was evaluated using real traces of workflows from the fields of bioinformatics
and astronomy, and the results are promising.

1. Introducao

Muitos experimentos cientificos no campo da Ciéncia Computacional e Engenharia (CSE,
de Computer Science and Engineering) dependem de simulacdes computacionais em
larga escala, as quais frequentemente exigem recursos de Computacido de Alto Desem-
penho (HPC, de High-Performance Computing) para obter resultados em um tempo acei-
tavel [Gil et al., 2007]. Esses experimentos podem ser representados de diversas formas
(e.g., scripts, aplicagcdes monoliticas), mas sdo comumente modelados como Workflows



Cientificos (deste ponto em diante referenciados apenas como workflows) [de Oliveira
et al., 2019]. Os workflows representam um conjunto de tarefas (que sdo invocacdes de
um ou mais programas) e dependéncias de dados que representam as relagdes de produ-
cdo e consumo de dados entre as tarefas no fluxo. Por conta das dependéncias de dados,
os workflows comumente possuem multiplos Niveis (i.e., Layers). Cada layer representa
um conjunto de tarefas que ndo possuem dependéncias entre si, conforme exemplificado
na Figura 1, e que podem (a priori) ser executadas em paralelo.

Por conta da demanda por HPC das aplicagdes que compdem o workflow, dife-
rentes ambientes computacionais podem ser usados para sua execugdo, e.g., nuvens de
computadores, clusters e supercomputadores. Experimentos cientificos modelados como
workflows tém sido amplamente executados nesses ambientes [Deelman et al., 2018],
uma vez que os sistemas de workflow existentes ja proveem mecanismos otimizados para
escalonamento de tarefas e transferéncia de dados nesses ambientes. Apesar de tais sis-
temas representarem um avango no apoio a execugdo eficiente de workflows, eles ainda
carecem de solugdes no que se refere ao dimensionamento de recursos computacionais
necessarios para a execucao de workflows. O dimensionamento eficiente pode determinar
o0 seu sucesso ou fracasso. Por exemplo, se os recursos reservados para a execu¢do forem
subdimensionados, o workflow pode apresentar um tempo de execugdo elevado, e caso
os recursos sejam superdimensionados, o custo financeiro pode se tornar invidvel (caso a
execucdo seja em uma nuvem publica, por exemplo).

Diversas pesquisas ja vem sendo realizadas para prover dimensionamento efici-
ente de workflows em ambientes HPC [Coutinho et al., 2015; Moschakis and Karatza,
2015; Mohammadi et al., 2018; Rosa et al., 2021]. Entretanto, tais abordagens assumem
que as tarefas de um workflow ou sdo completamente independentes (0 que comumente
gera um subdimensionamento de recursos, uma vez que dependéncias de dados ndo sdao
consideradas), ou que as mesmas podem ser agrupadas a priori, e que as tarefas dentro de
um mesmo agrupamento podem ser executadas como Bag-of-tasks (BoT). Dependendo
da estrutura do workflow, agrupar tarefas a priori assumindo uma semantica pré-definida
pode ndo produzir o melhor dimensionamento possivel [Coutinho et al., 2016]. Tarefas
em um mesmo layer do workflow podem executar aplicagdes diferentes, mas eventual-
mente podem apresentar um melhor desempenho caso sejam executadas em um mesmo
recurso computacional (e.g., uma mdaquina virtual especifica). Isso acontece porque o
programa conserva seu contexto de execugdo, propicia a reutilizacdo de cache e reduz
sobrecargas de comunicacao e inicializacgao.

De forma a permitir que o dimensionamento do ambiente seja realizado conside-
rando as dependéncias do workflow e sem a necessidade de um agrupamento realizado a
priori, este artigo propde a heuristica GraspCC-LB. A GraspCC-LB foi desenvolvida
como um procedimento de busca adaptativa gulosa (GRASP) que considera a especifica-
cao do workflow orientada a layers e, em cada layer, as tarefas do workflow sdao agrupadas
em buckets. Os buckets sdo criados de acordo com as tarefas que podem ser executadas
no momento (cuja dependéncia de dados ja foi satisfeita), i.e., 0 usudrio ndo necessita
definir a semantica do agrupamento. Essa técnica foi intitulada Layered-Bucket (LB). No
que se refere a execugdo, os buckets sao executados de forma paralela, enquanto as layers
sdo executadas de forma sequencial. A GraspCC-LB foi avaliada utilizando traces de
workflows reais e os resultados se mostraram promissores.



O artigo estd organizado em cinco secdes, além da Introdugdo. Na Secdo 2, sao
apresentados os trabalhos relacionados. Na Secdo 3, é apresentado o modelo matematico
proposto para resolver o problema de dimensionamento Layered-Bucket. Na Sec¢ado 4, é
apresentada a heuristica GraspCC-LB. Na Secdo 5, sdo relatados os resultados experi-
mentais, enquanto que a Secdo 6 conclui o presente artigo.

2. Trabalhos Relacionados

Diversos trabalhos encontrados na literatura propdem solucdes para dimensionar recursos
para a execugdo de aplicagdes em ambientes HPC [Moschakis and Karatza, 2015; Couti-
nho et al., 2015; Lin et al., 2016; Deldari et al., 2017; Abdi et al., 2018; Zhou et al., 2019;
Song et al., 2020; Rosa et al., 2021]. No entanto, algumas dessas abordagens focam ape-
nas no dimensionamento do ambiente para aplicacdes que ndo apresentam dependéncias
de dados. Por exemplo, Abdi et al. [2018] propdem um modelo matematico e uma abor-
dagem baseada na metaheuristica GRASP, chamada GRASP-FC, que considera restricdes
de prazo para o dimensionamento de recursos de aplica¢des BoT. J4 Coutinho et al. [2013]
também apresentam uma abordagem baseada em GRASP para o problema de gerencia-
mento de recursos em nuvem para aplicacdes paralelas, visando reduzir o custo financeiro
e o tempo de execucdo das aplicagdes. No entanto, € importante destacar que ambos 0s
trabalhos ndo estdo conectados ao conceito de workflows.

Por outro lado, diversos trabalhos ja se concentram no dimensionamento de recur-
sos para a execucdo de workflows em ambientes HPC [Coutinho et al., 2015; Malawski
etal., 2015; Mohammadi et al., 2018; Rosa et al., 2021]. Malawski et al. [2015] e Moham-
madi et al. [2018] utilizam programacao linear inteira para minimizar os custos financei-
ros, levando em conta os deadlines e as dependéncias entre as tarefas. Coutinho et al.
[2015], por sua vez, propdem um modelo matematico combinado com uma abordagem
heuristica para o dimensionamento de recursos em nuvens de computadores, buscando re-
duzir tanto os custos quanto o tempo de execucao, levando em considerac¢do a quantidade
de recursos computacionais disponiveis, o custo financeiro e o deadline.

Os trabalhos mencionados anteriormente [Coutinho et al., 2015; Malawski et al.,
2015; Mohammadi et al., 2018; Rosa et al., 2021] realizam um agrupamento das tare-
fas de acordo com o programa que elas executam (ou seja, a técnica First-Activity-First
[Ogasawara et al., 2011]). No entanto, essa abordagem comumente ndo permite definir o
melhor dimensionamento. Rosa et al. [2021] apresentam um servi¢o de previsao de re-
cursos computacionais e custos financeiros (CRCPs), que estima a quantidade necesséria
de recursos computacionais para a execugdo do workflow. Essa previsdo € realizada por
meio da combinagdo de uma heuristica e do uso de regressao linear, baseando-se em um
histérico de execugdes. No entanto, nem sempre esse historico de execucdes se encontra
disponivel para utilizagdo.

Algumas abordagens ndo se concentram em técnicas de dimensionamento, mas
sim em estimativas da quantidade de recursos necessarios para o escalonamento de work-
flows. Por exemplo, Lin et al. [2016] e Deldari et al. [2017] apresentam heuristicas para
minimizar o custo financeiro da execucao do workflow, determinando quais tipos e quanti-
dades de mdquinas virtuais devem ser instanciados em um ambiente de nuvem. De forma
semelhante, Liu et al. [2016] propdem um modelo que leva em conta o tempo de execucdo
e os custos financeiros, considerando restri¢des de recursos e prazos para o escalonamento



de workflows em nuvens. No entanto, assim como o trabalho de Rosa et al. [2021], essas
abordagens dependem de uma base de dados histérica de execucdes do workflow, o que
nem sempre estd disponivel. Portanto, para abordar as lacunas deixadas pelos trabalhos
anteriormente citados, neste artigo, foi proposto o dimensionamento de recursos para a
execucao de workflows em ambientes HPC realizando um agrupamento por layer. Ou
seja, o agrupamento é gerado de acordo com as tarefas disponiveis para a execugdo, sem
que o usudrio precise definir a semantica do agrupamento a priori e sem que dados histori-
cos sejam necessdrios. Para isso, as proximas se¢oes apresentam um modelo matemaético
exato intitulado CC-LB e uma heuristica chamada GraspCC-LB.

3. Definicao e Modelagem do Problema

Um workflow pode ser representado por W (T, E'), onde T é um conjunto de tarefas de-
notado por T' = {1}, T5, ..., T} }, e E é um conjunto de arestas direcionadas que definem
as dependéncias de dados. A aresta E,,(T,,7}) indica que a tarefa 7, é considerada
predecessora da tarefa T}, enquanto 7}, é a sucessora de T, e que (1,,7,) € T. Uma
tarefa de entrada no workflow nao possui predecessores, e as tarefas de saida sdo aquelas
que nado tém sucessores. Esta relacdo de dependéncia € crucial para garantir a execugao
correta das tarefas, i.e., garantir que as tarefas predecessoras sejam sempre concluidas
antes do inicio da execucdo das tarefas sucessoras a fim de evitar erros na execugdo do
workflow. Um exemplo de workflow € visto na Figura 1, onde € possivel observar que
{11, T3, T5, Ty, Ts} sdo tarefas de entrada, {7+, Ts, Ty, T10, 111, T12} s@o tarefas de saida,
Ty é uma tarefa sucessora de {75, T}, e {11, 12, T3, T4} sdo tarefas predecessoras de T5.

Figura 1. Workflow de acordo com a abordagem Layered-Bucket

As tarefas que ndo possuem dependéncias de dados entre si podem ser divididas
em Layers de processamento, permitindo que sejam executadas em paralelo dentro de um
mesmo layer. Na Figura 1 € possivel ver a divisdo de um workflow em tr€s layers: Layer
1 composto pelas tarefas {77, T», T3, T4 }; Layer 2, pelas tarefas {T5,Ts}; e, por fim, o
Layer 3, por {T7,Tg, Ty, Tho,Th1,T12}. As tarefas pertencentes a um layer podem ser
agrupadas em buckets, seguindo uma abordagem chamada Layered-Bucket. Um bucket
pode ser formado apenas por uma tarefa (e.g., os buckets que compreendem separada-
mente as tarefas 75 e 7 na Figura 1) ou por um conjunto de tarefas independentes entre
si que podem ser agrupadas e executadas como um BoT (e.g., o bucket do layer 1). A



divisdo do workflow em layers e buckets tem como objetivo oferecer maior flexibilidade
para abordagem de dimensionamento, uma vez que permite que multiplas formas de agru-
pamentos sejam avaliadas. No que se refere ao processamento, os layers sao executados
de forma sequencial enquanto que os buckets sao executados em paralelo.

Uma vez que o workflow W esta formalizado, é necessario modelar o problema
de dimensionamento. O dimensionamento de recursos em ambientes HPC € uma tarefa
complexa devido a variedade de tipos de maquinas disponiveis nesses ambientes e pe-
los diferentes modelos de cobranga pelo uso. Por exemplo, o supercomputador Santos
Dumont (SDumont)' possui uma arquitetura heterogénea com 36.472 niicleos de CPU
com arquitetura multi-core, GPUs e um n6 MESCA2, com um ndmero elevado de nu-
cleos (240) e arquitetura de memoria compartilhada. Os usudrios do SDumont recebem
cotas de Unidade de Alocagdo (UA) para executar suas tarefas por hora. Outro exem-
plo sdo as nuvens de computadores, que oferecem diferentes tipos de maquinas virtuais
para instanciacio, onde cada tipo de maquina virtual possui configuracdes especificas de
CPU, memdria, armazenamento e custos financeiros. O custo da execu¢do em nuvem
comumente é definido em ddlares de acordo com a janela de tempo de uso. Dessa forma,
os usudrios precisam definir quais tipos e quantidades de maquinas sdo adequados para
executar seus workflows em um determinado ambiente HPC, de modo a minimizar um
objetivo especifico, como o tempo de execucao e/ou custo financeiro.

Para formalizar o problema de dimensionamento, € necessdrio introduzir algumas
notagdes. Seja P o conjunto de tipos de mdaquinas fornecidos por uma infraestrutura
computacional, como nuvens computacionais ou clusters, durante um periodo de tempo.
Cada mdquina p € P tem um custo financeiro C),, associado por periodo de tempo (que
pode ser medido em qualquer unidade, e.g., délar ou em UAs, como no SDumont) e
recursos computacionais como armazenamento em disco D.S,, capacidade de memoria
MC,, e processamento GG F},, medido em GFLOPs por periodo de tempo. Além disso, ndo
¢ incomum que determinados ambientes definam um limite médximo de maquinas V.,
alocadas para cada usudrio por periodo de tempo.

Devem também ser definidos o custo financeiro maximo c¢;,,, do workflow, o
tempo maximo de execucao t,,.. (i.e., deadline) do workflow, o conjunto de layers L,
a quantidade de buckets B; em cada layer [ € L. J4 os requisitos como armazena-
mento em disco ds!, a capacidade de memoria mcl, a demanda por processamento g f}
em GFLOPs, € o nimero maximo de mdquinas disponiveis v}, sdo definidos por bucket
b € B;dolayer | € L, para cada periodo de tempo. A varidvel bindria x,,,, assume o va-
lor 1 se e somente se amaquinai € {1, -, Uy, } dotipop € P estiver alocada no tempo
teT ={1, -+ ,tmae} paraobucket b € B;no layer | € L, sendo x,;; = 0. A varidvel
inteira z,; representa o dltimo periodo de tempo em que a mdquina ¢ € {1,--- , Upnaz}
do tipo p € P foi alocada. Para finalizar, a varidvel z, também inteira, contém o tltimo
periodo de tempo em que uma maquina foi alocada pelo usudrio. A varidvel z representa
o makespan (duragdo da execucao do workflow) estimado. O modelo, intitulado CC-LB,
pode ser formulado conforme apresentado a seguir:
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No modelo CC-LB apresentado anteriormente, a fun¢do objetivo 1 busca a mini-
mizacdo do custo financeiro e do tempo de processamento total do workflow. Os pesos
a1 € ap atribuem a importancia dos objetivos de custo e de tempo de processamento defi-
nidos pelo usudrio, respectivamente. Note que as duas parcelas da funcio objetivo estdo
normalizadas, usando c¢,,,, para o custo € ,,,, para o tempo. As restricdes 2 e 3 garan-
tem que as quantidades de armazenamento e memdria contratadas (i.e., reservadas) sejam
maiores que as demandas de cada bucket dos layers, em cada unidade de tempo, respec-



tivamente. De forma semelhante, a restricao 4 impde que a capacidade de processamento
seja suficiente para atender a demanda de cada bucket dos layers. A ordem de proces-
samento dos buckets de um layer € imposta pela restri¢do 5, e a restricdo 6 foi incluida
para estabelecer uma ordem entre a alocacao das maquinas no bucket e eliminar solugdes
simétricas (i.e., solucdes diferentes, mas com a mesma configuracdo). Ainda em relacdo
ao processamento, a restricdo 7 garante a ordem de processamento entre os layers.

A desigualdade 8 garante que o nimero de miquinas alocadas simultaneamente
ndo exceda o limite maximo disponibilizado pelo ambiente computacional escolhido. Ja
a restricdo 9 garante o limite de maquinas disponibilizadas por bucket em cada periodo
de tempo. A restricdo 10 assegura a correta interpretagdo da variavel z,;, ou seja, o iltimo
periodo de tempo em que uma determinada maquina foi alocada. A desigualdade 11
determina o maior tempo de processamento dentre todas as maquinas alocadas, isto é,
o tempo total de processamento do workflow. A restricdo 12 garante que o custo de
alocacdo das mdquinas ndo ultrapasse o custo maximo disponivel (seja ele em ddlar ou
UAs). Finalmente, as restrigdes 13 e 14 definem os requisitos de integralidade e nao-
negatividade das varidveis.

4. GraspCC-LB: Uma Heuristica para Dimensionamento de Recursos

A heuristica GraspCC-LB € constituida por duas etapas principais: (i) a etapa de pré-
processamento do workflow para a definicao dos layers e dos buckets; e (ii) a etapa de
processamento, onde ¢ realizado de fato o dimensionamento dos recursos para execucao
de cada bucket dos layers. A heuristica GraspCC—LB, apresentada no Algoritmo 1,
recebe como parametros de entrada o work flow a ser dimensionado com os requisitos de
disco, memoria e processamento; o conjunto de maquinas P que possui suas caracteristi-
cas de disco, memoria e capacidade de processamento; as restricdes de custo ¢4, € tempo
tmaz dO usudrio; e os pesos atribuidos ao custo o € ao tempo aw. O procedimento inicia
com uma solugdo global s* vazia de custo infinito e realiza a etapa de pré-processamento
para defini¢do dos layers e dos buckets de acordo com a especificacdo do work flow re-
cebida. Para isso, o procedimento LayeredBucket € invocado para definir os layers do
workflow e os requisitos de disco ds, memdria mc e processamento ¢gf de cada bucket
identificado, baseados nas exigéncias computacionais das tarefas do work flow.

Algoritmo 1: GraspCC-LB (work flow, P, ¢z, tmaz, 1, 2)
1 8%« 0; F(s*) + o0;
2 layers « LayeredBucket(work flow);

3 ater + 0;

4 while (iter < maxIter) do

5 s < 0;

6 for | € layers do

7 forb e ldo

8 54 G’I‘CLSpCC(P, Cmazs tmaz, dSé, mcéa gfli; a1, QZ);
9 L s+ s U s;
10 iter < iter + 1;
11 if ((s is feasible) & (F(s) < F(s*)) then

12 L s* < s; iter < 0;

13 return s*;




O procedimento LayeredBucket é detalhado no Algoritmo 2, e estrutura o
work flow recebido em layers e buckets, oferecendo um agrupamento das tarefas em
tempo real. Cada tarefa ¢ do work flow possui um conjunto de metadados associados
como possiveis classificacoes da atividade act;, requisitos de disco d;, requisitos de me-
moria m,, requisito de processamento g;, conjuntos de tarefas sucessoras e predecessoras,
succ; e predy, respectivamente, e a ordem order; que lhe serd atribuida. Todas as tarefas
do work flow possuem inicialmente ordem zero (order; = 0). O procedimento Laye-
redBucket estabelece, inicialmente, a estrutura de dados layers como um conjunto vazio.
Esta estrutura € definida como uma lista ordenada, na qual cada elemento (i.e., um layer)
¢ constituido por um conjunto de buckets. Cada bucket, por sua vez, é estruturado con-
siderando o somatério dos requisitos computacionais de disco (> d;), memoria (O my)
e processamento (D g;) do conjunto de tarefas que possuem a mesma classificacdo de
atividade definida anteriormente. E importante ressaltar que a classificacio da atividade
act; pode possuir multiplas semanticas (e.g., mesmo programa invocado, atividades que
executam em paralelo com MPI, etc.), permitindo que a GraspCC—-LB explore diferentes
formas de agrupamento de tarefas.

Algoritmo 2: LayeredBucket (work flow)

1 layers + (;
2 for ¢t € work flow do

3 for k € succ; do
4 if order;, < order; then
5 L ordery, < order; + 1;

6 fort € work flow do

7 ds < dy; me < my; gf < g3

8 for t' € work flow |t # t' do

9 if order; = ordery N act; = acty then

10 ds < ds + dy;mec <—me+my; gf < gf + gvs
L work flow < work flow — t/;

12 bucket < (ds,mc, gf);
13 | layersordery] < layers[order:] + bucket;

14 return (layers);

A seguir, o procedimento LayeredBucket insere uma tarefa artificial ¢, que passa
a ser a Unica tarefa de entrada do workflow. Esta tarefa artificial é a predecessora de
todas as tarefas de entrada reais do workflow. A partir dela, cada tarefa ¢t do work flow é
processada iterativamente. As tarefas sucessoras de ¢ sdo examinadas, comparando suas
ordens com a de t. Caso a ordem da tarefa sucessora k£ nao seja superior a ordem da
tarefa ¢, entdo a ordem da tarefa £k € atualizada para a ordem subsequente a da tarefa t.
O processo continua até que todas as tarefas tenham sido processadas. As ordens finais
de cada tarefa representam a identificacdo do seu layer. Ap6s a definicdo das ordens das
tarefas, para cada ordem, os buckets sao criados nos layers. Cada bucket é construido
por meio do somatério de cada requisito de processamento das tarefas que compartilham
as mesmas caracteristicas act; (classificacio de atividade) em um mesmo layer. Ao final,
a estrutura de layers € retornada pelo procedimento LayeredBucket.

Ap6s a defini¢do dos layers, o procedimento apresentado no Algoritmo 1 inicia



a etapa de dimensionamento e adota a no¢do de melhoria sucessivas usando o parame-
tro maxter. Este pardmetro determina o nimero maximo de tentativas sem avango na
otimizacao da solucdo encontrada. Para cada iteragdo, inicia-se uma solugdo s vazia e
processa-se, para cada layer [, seus buckets de maneira individual. Para cada bucket b € [,
o procedimento GraspCC [Coutinho et al., 2015] € invocado para construir uma solugao
local s, o que € aceitdvel uma vez que o GraspCC € um método para dimensionamento
de aplicagdes executadas como BoT, e as tarefas em um mesmo bucket sdo executadas
dessa forma. O GraspCC recebe como parametro o conjunto de recursos P, as restricoes
Cmaz € tmaz, OS T€quisitos computacionais ds,, mcl e gfi, e os pesos atribuidos ao custo
Q1 € a0 tempo ;.

O GraspCC também adota a no¢do de melhorias sucessivas e possui dois sub-
procedimentos: a constru¢do da solucdo inicial coCC e a busca local IsCC, conforme
[Coutinho et al., 2015]. O sub-procedimento coCC comeca com uma solucdo vazia e
adiciona mdaquinas a solucdo de forma aleatdria e gulosa. Uma mdquina p com melhor
custo financeiro e poder de processamento (o C), + a2GF') é adicionada para o primeiro
periodo de tempo da solucdo. O processo se repete até que a solugdo satisfaca os requisitos
de armazenamento ds! e meméria mc}, e o nimero de médquinas selecionadas ndo exceda
o limite maximo v{. No entanto, nfo hd garantia que o sub-procedimento coCC alcance
uma solugdo vidvel ou localmente 6tima em relacio a alguma vizinhanga. Assim, o sub-
procedimento [sC'C' inicia com a solug@o fornecida por coCC e, de maneira iterativa,
substitui a solugdo atual pela solu¢do de custo minimo F'(s) na vizinhanga. A busca local
¢ interrompida quando nenhuma melhoria € identificada na vizinhanca da soluc¢do atual.

A solucgdo s, gerada pelo GraspCC € incorporada a solucdo local s. Caso s seja
vidvel, i.e., atenda as restricdes de custo financeiro ¢4, € tempo t,,,, do usudrio, e apre-
sente um custo inferior a melhor solu¢do encontrada at€é o momento, s se torna a nova
melhor solugdo global e o contador de iteracdes € reiniciado. O algoritmo € finalizado
quando o nimero médximo de iteracdes for atingido, sem que haja melhoria na solugdo
global, retornando, entdo, a melhor soluciao encontrada (s*).

5. Avaliacao Experimental

De forma a avaliar a heuristica GraspCC-LB, foram realizados uma série de experimen-
tos com traces de workflows reais. Os experimentos foram executados em um computador
Intel(R) Core(TM) i5-10400 CPU @ 2.90GHz, 130 GB de RAM, sistema operacional Li-
nux Ubuntu v20.04.1. O modelo CC-LB foi implementado na linguagem Python 3.9 com
uso do solver Gurobi versdo 9.5, usando os pardmetros padrdes e o limite de tempo de
86.400 segundos. A heuristica GraspCC-LB foi implementada na linguagem ISO/IEC
C++17.

Os experimentos consideraram um ambiente heterogéneo composto por mdquinas
com as seguintes caracteristicas (i) Mdquina Small com 7,5 GB de RAM e 38,4 GFLOPS
de processamento, (ii) Méaquina Standard com 64 GB de RAM e 153,6 GFLOPS, (iii)
Miquina Intermediate com 192 GB de RAM e 76,8 GFLOPS, e (iv) Maquina Large
com 2048 GB de RAM e 153,6 GFLOPS. Todos os tipos de maquina possuem 500
GB de armazenamento. Os custos financeiros para usar cada méaquina por 1 segundo
sdo U$ 0,0003, U$ 0,0007, U$ 0,0016 e US 0,0081, respectivamente. Foram consi-
derados também os seguintes workflows: (1) 1000 Genomes [Ferreira da Silva et al.,



2019], (ii) Epigenomics [Juve et al., 2013] e (iii) Montage [Rynge et al., 2014], e os
traces reais de execucdo foram obtidos em https://github.com/wfcommons/
pegasus—instances. A Tabela 1 apresenta as caracteristicas dos traces, onde as co-
lunas representam o nome da instancia, os requisitos de memoria RAM, armazenamento
em disco e processamento em GFLOPs, o tempo maximo de processamento (em minutos)
imposto pelo usudrio. E importante ressaltar que a Tabela 1 também apresenta a quan-
tidade de layers e de buckets obtidas pela abordagem proposta, € o conjunto de tipos de
maquinas para execug¢do, baseado no ambiente computacional usado nos fraces reais. Nos
experimentos realizados, o custo maximo (C,,,,) foi fixado em U$ 1.000,00.

Tabela 1. Descricao das Instancias

N . RAM Armazenamento Numero de Tempo o
Instancia Layers Buckets (GB) em Disco (GB) GFLOP Mix. (min) Maquinas
1000genome-2ch-100k 3 52 8,40 1942 106417,72 60 Larse

Intermediate
epigenomics-hep-1seq-50k 9 41 2,17 121 2070938 30 g’ZZrITed’“’e
montage-dss-05d 8 s8 0,58 9,25  214495,14 so Larse

Standard
montage-dss-05d-b1 0,20 3,16 84868,80
montage-dss-05d-b2 8 20 0,19 3,03 5394041 5o Larse

Standard
montage-dss-05d-b3 0,19 3,06 75685,63

A Tabela 2 apresenta os resultados obtidos tanto pelo modelo matemético
CC-LB (i.e., solucdo exata do problema), bem como a solug@o fornecida pela heuristica
GraspCC-LB. A primeira coluna refere-se a0 nome da instancia. Na coluna CC-LB,
para cada instancia, € reportado o valor do custo financeiro, o tempo em minutos e o
tempo computacional obtido pelo modelo matemdtico. Na coluna GraspCC-LB, além
das mesmas informacgdes reportadas para o CC—LB, € apresentado o Gap entre as so-
lucdes geradas pela heuristica e pelo modelo matemédtico. Por fim, os pesos a; e as
atribuem a importancia dos objetivos de custo financeiro e de tempo de alocaciao do re-
curso, conforme definido pelo usudrio, respectivamente. A variacdo das execucdes estao
relacionadas em como os pesos afetam os objetivos: (i) a3 = 0,5 e as = 0, 5, considera
de maneira igualitdria o custo financeiro e tempo de execu¢do; (ii) a3 = 1l e ay = 0,
privilegia o custo financeiro; e (iii) a; = 0 e ay = 1, privilegia o tempo de execugdo.

A partir dos resultados, é possivel observar que o modelo CC—-1LB conseguiu gerar
resultados 6timos para 78% das variagdes de execug@o. Os resultados marcados com (*)
indicam que o modelo ndo conseguiu atingir a otimalidade dentro do limite de tempo es-
tabelecido (86.400 segundos) para essas instancias, i.e., ndo encontrou as solucdes 6timas
no tempo limite definido. Para duas execucdes das instancias montage-dss-05d, o modelo
também nao conseguiu encontrar uma solucdo vidvel (indicado por “-”). Assim, conside-
rando os resultados em que o modelo retornou uma solug@o 6tima, foi realizada uma com-
paragdo com os resultados gerados pela heuristica. A GraspCC-LB alcangou 0 mesmo
resultado 6timo do modelo em 50% dos casos avaliados. Além disso, a GraspCC—-LB
encontrou solug¢des para instancias que o modelo ndo foi capaz de encontrar.

Em relacdo ao tempo computacional, conforme esperado, o tempo computacio-
nal da heuristica GraspCC-LB foi consideravelmente inferior ao do modelo CC-LB em
todas as execugdes. Observa-se também que a GraspCC-LB ndo atingiu a otimalidade



Tabela 2. Modelo matematico cc-LB versus Heuristica GraspCC-LB

CC-LB GraspCC-LB
Instancias Valor da Soluciao Valor da Solu¢iao ar ay
Custo ($) Temp:); (min) Tempo Total (s) Custo ($) Temp:); (min) Tempo Total (s) - Gap (%)

15,13 26 2.728,13 15,13 26 491 0 05 05

1000genome-2ch-100k 4,99 60 173,05 4,99 52 6,45 0 1 0
15,13 26 3.686,17 15,13 26 527 0 0 1

1,99 25 357,32 1,99 25 3,94 0 05 05

epigenomics-hep-1seq-50k 1,59* 30% 86.400,00 1,59 30 4,82 0 1 0
2,57 25 162,65 2,30 25 4.02 0 0 1

- - 86.400,00 17,44 45 6,16 - 05 05

montage-dss-05d 15,22 50% 86.400,00 8,56 65 5,76 0 1 0
- - 86.400,00 20,11 45 6,03 -0 1

6,06 17 34,53 5,17 19 1,94 10,151t 0,5 0,5

montage-dss-05d-bl 1,17 50 9,90 2,95 24 2,02 60,161 1 0
8,28 17 24,80 7,83 19 1,94 10521 0 1

5,00 15 67,76 5,00 15 1,93 0 05 05

montage-dss-05d-b2 1,00 50 8,82 2,78 20 197 63,791 1 0
6,33 15 37,97 5,00 15 1,93 0 0 1

5,57 17 41,67 5,13 18 1,94 5351 05 05

montage-dss-05d-b3 1,13 50 9,65 291 23 1,94 61,031 1 0
7,83 15 39,51 7,79 18 1,96 5561 0 1

em 7 das 12 variacdes do workflow Montage. Uma conclusdo obtida foi que a heuristica
GraspCC-LB apresentou desempenho melhor em instincias maiores do que nas peque-
nas. Além disso, o Montage apresenta uma fase custo de Reduce, que nao é observada
nos demais workflows.

6. Consideracoes Finais

Dimensionar recursos computacionais para a execucdo do workflow em ambientes HPC
de larga escala pode ndo ser uma tarefa trivial, dada a complexidade da estrutura do work-
flow e a heterogeneidade do ambiente HPC. Este artigo aborda o dimensionamento ade-
quado de recursos computacionais para a execucdo eficiente de workflows em ambientes
HPC, destacando o impacto de sub ou superdimensionamento dos recursos. A heuristica
GraspCC-LB € proposta com o objetivo de minimizar custo e tempo de processamento,
respeitando as restricdes impostas pelo usudrio, pelo ambiente HPC (e.g., quantidade ma-
xima de mdquinas a serem reservadas) e a propria estrutura do workflow. Diferentemente
dos trabalhos relacionados, a GraspCC-LB utiliza uma abordagem Layered-Bucket que
explora agrupamentos de tarefas por nivel do workflow, visando encontrar o melhor di-
mensionamento possivel. A GraspCC-LB € avaliada utilizando traces de workflows
reais e comparada com o modelo matemdatico CC—-LB (i.e., solu¢do exata do problema).
Experimentos mostraram que a GraspCC-LB gerou a solu¢do 6tima em 50% dos ce-
narios avaliados e encontrou solugdes para instancias que o modelo ndo foi capaz de
encontrar dentro do prazo estipulado (i.e., 24 horas). Além disso, o tempo computacional
da heuristica GraspCC-LB foi consideravelmente menor que o modelo CC—LB em todas
as execucOes. Como trabalho futuro, pretende-se avaliar o impacto do dimensionamento
gerado pela heuristica GraspCC-LB em um ambiente real € comparar os resultados com
adaptagdes de outros trabalhos da literatura.
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