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Abstract. In this work, we propose the use of the Roofline model for an un-
derstanding of the computational requirements of the applications. NAS-HPC
benchmarks and Artificial Intelligence algorithms were executed, analyzed, and
classified according to their computational bottlenecks. The results were very
positive for the understanding and classification of the different computational
requirements of the applications, highlighting the different patterns among them.

Resumo. Neste trabalho é proposto a utilizagdo do modelo Roofline para a
compreensdo dos requisitos computacionais de aplicacoes cientificas. Foram
analisados e caracterizados, de acordo com seus gargalos computacionais,
aplicacoes do NAS-HPC e de Inteligéncia Artificial. Os resultados foram muito
positivos para o entendimento e a caracterizacdo dos diferentes requisitos com-
putacionais das aplicagoes, destacando os diferentes padroes entre eles.

1. Introducao

Para aumentar a capacidade computacional de forma a atender as necessidades
das aplicacOes cientificas, os sistemas de Computacdo de Alto Desempenho (HPC) re-
cebem atualizacdes continuas de hardware e software. Somado as constantes evolucdes
dos sistemas HPC est4 o uso de arquiteturas heterogéneas, pois aplicagcdes diferentes tém
necessidades diferentes em relagdo aos recursos computacionais. Assim, essas arquitetu-
ras vém possibilitando o desenvolvimento dos sistemas de forma a atenderem cada vez
mais os requisitos computacionais das diferentes aplicacdes cientificas. Entretanto, com-
preender e categorizar as diferentes necessidades das aplicacdes em relacdo aos recursos
computacionais ndo € uma tarefa trivial.

Nessa tarefa, a avaliacdo de desempenho tem se mostrado util na busca por ma-
ximizar o desempenho, na reducdo do custo, na aquisicdo e manutencdo de sistemas
computacionais, e principalmente, para obten¢do de conhecimento a cerca dos requisi-
tos computacionais das aplicacdes cientificas. Uma maneira tradicional de se realizar as
avaliagoes de desempenho sdo por meio dos benchmarks, um conjunto de aplicacdes que
provém um método de comparag¢ao do desempenho de varios subsistemas entre diferentes
arquiteturas. Entretanto, em geral, eles ndo apontam onde estao os gargalos da aplicag¢ao
e nem quais as limitagdes de hardware. Por meio dos limites de hardware pode-se ava-
liar o desempenho da aplicacdo perante o hardware, mapear areas do sistema que sdao
intensivas em memoria, em processamento ou equilibradas entre ambas. Além disso, su-
gerir informagdes importantes sobre o quao otimizada a aplicac@o se encontra em relagao



ao hardware. Por meio dos gargalos da aplicacdo pode-se sugerir possiveis otimizacoes
para a aplicagdo, quais podem ser realizadas, e categorizar de maneira distinta os loops e
fungdes da aplicagdo que sdo intensivos em memoria, em processamento ou se possuem
um equilibrio entre memoria e processamento. Portanto, mesclar o conceito de limites de
hardware e gargalos da aplicacdo € ttil para entender o desempenho de uma determinada
aplicacdo em um determinado sistema, sem precisar instrumentar a aplicacao, tornando
um conceito flexivel e independente.

Com a proposta de relacionar esses conceitos em um grafico bidimensional,
[Williams et al. 2009] apresenta o Roofline, que fornece informagdes sobre o sistema e
o desempenho da aplica¢do, sendo valioso para auxiliar no desenvolvimento e otimizagao
de aplicacOes e arquiteturas. O seu diferencial € integrar informagdes do sistema e da
aplicacdo em um tunico ambiente, diferindo dos benchmarks tradicionais, que analisam
separadamente o desempenho da aplicacdo e a capacidade computacional do hardware.

Neste trabalho € proposto o uso do modelo Roofline para a avaliacdo de desempe-
nho e a obtencdo de conhecimento sobre os requisitos computacionais de diversos algo-
ritmos de duas dreas de aplicagdo. Foram executados seis benchmarks voltados para HPC
(NAS Parallel Benchmark|') e quatro aplicacdes de Inteligéncia Artificial (IA). Os requi-
sitos computacionais desses dois conjuntos de aplicagdes sao analisados e categorizados
de acordo com seus limites computacionais. Os resultados foram muito positivos para a
compreensao e classificacdo dos diferentes requisitos computacionais entre as aplicagdes,
demonstrado os diferentes padroes entre eles.

Este trabalho estd organizado da seguinte forma: na Segdo 2] sdo apresentados
conceitos basicos sobre o modelo Roofline e trabalhos relacionados; na Sec¢ao [3|sdo apre-
sentadas as arquiteturas, aplicacdes e a ferramenta utilizada para aplicar o modelo Roo-
fline; na Secdo [4|sdo apresentados e analisados os resultados obtidos durante esse estudo.
Finalmente na Secao [5]sdo apresentadas as consideracoes finais e trabalhos futuros.

2. Modelo Roofline
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Figura 1. Grafico Modelo Roofline (Advisor)
Fonte: https://software.intel.com/content/www/us/en/develop/tools/advisor/roofline.html

O Roofline traz um modelo visual, que relaciona o desempenho do processador ao
trafego de memoria, apontando os gargalos da aplicacao e possiveis formas de otimizagao.
Reunir todas essas informacdes oferecem insights sobre o funcionamento do hardware e
do software, vinculando a intensidade aritmética (operagdes por byte de trafego), a lar-
gura de banda e o desempenho de ponto flutuante (operacdes por segundo) juntos em um

Ihttps://www.nas.nasa.gov/publications/npb.html


https://www.nas.nasa.gov/publications/npb.html

grafico bidimensional. Como pode ser visto na Figura[l] o eixo X representa a intensidade
aritmética (IntA), o eixo Y o desempenho de ponto flutuante (DPF) e as linhas diagonais
representam a largura de banda (LB) das respectivas memorias. Cada teto (reta) do grafico
representa o pico tedrico do hardware para uma determinada caracteristica da aplicagao,
onde através do Grafico[I] é possivel observar tetos relacionados ao DPF e tetos relacio-
nados a LB, os quais podem ser obtidos por meio de especificacdes do hardware ou de
benchmarks. De acordo com a necessidade do usudrio podem ser definidas técnicas de
otimizacao para a aplicacdo, tais como: reconhecimento dos niveis de memoria (cache e
DRAM), vetorizagdo, paralelismo em nivel de thread, paralelismo em nivel de instrucao,
entre outras. Para avaliar o desempenho da aplicacdo € necessdrio obter os parimetros
praticos, compostos por IntA, LB e o DPF, e relaciona-los aos parametros tedricos.

O Intel Advisor || € uma das principais ferramentas que atuam por meio do mo-
delo Roofline. A ferramenta além de analisar o desempenho da aplica¢do em relagdo ao
hardware, da énfase para andlise de eficiéncia de vetorizacdo e multithreading. Com a
adicao do pico de desempenho das memorias cache, métricas como: operacdes de ponto
flutuante, trafego de dados e LB sdo percebidos em diferentes niveis, podendo melhorar
significativamente as diretrizes para otimizac¢do de softwares. Para a coleta dos parametros
o Advisor executa a coleta Survey e Trip Counts. Durante a coleta Survey sao obtidas as
informacdes sobre o hardware, sobre o tempo de execucdo de cada loop e funcdo de ma-
neira individual, sobre problemas de desempenho e de vetorizagdo da aplicacdo. Durante
a coleta Trip Counts sdo obtidas as informacgdes sobre as operacdes de ponto flutuante e
de nimeros inteiros, e sobre o traifego de memoria.

Na Figura [1| € possivel observar que cada loop e fungdo da aplicacdo € represen-
tada por um circulo, onde a distingdo de cores e tamanhos auxiliam na andlise do custo
computacional de cada fungdo. Os circulos vermelhos sao custosos, amarelo custo mode-
rado e verde baixo custo. Essa informacdo pode ser usada para tomar a decisao de quais
func¢des apresentam possibilidade de otimizacdo. O teto acima do ponto representa o limi-
tador de desempenho daquele ponto em especifico, onde cada teto representa seu proprio
limite de hardware. Para ultrapassar um limite de hardware, serd necessario realizar a
otimizagao representada pelo proximo teto. Além disso, o desempenho do ponto pode ser
afetado pelo teto que esteja abaixo. Um exemplo disso € caso o ponto esteja sutilmente
acima de um teto, sendo um sinal de utilizacao ineficaz dos dois tetos em torno do ponto.
A caracterizacdo dos loops e fungdes da aplicagdo podem ser definidos baseado nas cores
de fundo do gréifico. Nos gréficos das Figuras [2| e [3| € possivel observar que a parte do
grafico onde a tonalidade € mais clara, € considerada intensiva em memoria, tonalidade
moderada € considerada um equilibrio entre memdria e processamento, ja a tonalidade
mais forte representa intensivo em processamento.

2.1. Trabalhos Relacionados

Alguns trabalhos utilizam o modelo Roofline para a compreensao dos limites do
hardware e avaliagdo do software. Em [Kim etal. 2011]], o Roofline € utilizado para
compreender os limites do hardware e auxiliar na definicdo das otimizagOes necessarias
ao algoritmo Finite-Difference Time-Domain. Além disso, o modelo foi utilizado para
comparar o desempenho do algoritmo entre duas mdquinas distintas. O trabalho de
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[Marques et al. 2017] propde a integracdo do CARM ao Intel Advisor. O CARM ¢ imple-
mentado com base no modelo Roofline e representa os limites de processamento paralelo
em processadores multicore com hierarquias de memoria complexas. Essa integracao pos-
sibilitou a compreensao do desempenho da aplicacao em diferentes niveis de memoria.
Este estudo também analisa os gargalos mais criticos e possiveis passos de otimizagao de
dez aplicagdes com a ferramenta Intel Advisor.

Outros trabalhos utilizam o Roofline para avaliar o desempenho e auxiliar
na caracterizacdo das aplicacdoes em GPUs. Em [Lopes et al. 2017], foi proposto a
implementacao de um modelo Roofline para GPUs, pois inicialmente o modelo foi de-
senvolvido apenas para CPUs. Para validacdo foram analisados 23 benchmarks execu-
tados em oito GPUs distintas. Posteriormente [Yang et al. 2018|] propds o desenvolvi-
mento da ferramenta Empirical Roofline Tool que oferece um conjunto mais realista de
limites de desempenho para GPU e CPU, incorporando diferentes padrdes de acesso a
memoria e contadores de FLOPs mais préximos ao consumo real. Ainda com foco em
GPU, [Ibrahim et al. 2020] utiliza 0 modelo para analisar as caracteristicas de desempe-
nho de aplicagcdes do NAS implementadas em OpenACC.

Apesar de haverem trabalhos com a proposta do uso do modelo Roofline para iden-
tificar os gargalos e identificar possiveis otimiza¢des em aplicacdes, ndo foram encontra-
dos trabalhos que utilizem essa metodologia para identificar padrdes entre conjuntos de
aplicacdes, como proposto neste trabalho. Além disso, este trabalho procura estabelecer
uma metodologia para interpretar os resultados e caracterizar os requisitos das aplicagdes.

3. Metodologia de Experimentos

Nesta secao sdo apresentadas as arquiteturas e o conjunto experimental, utilizados
com o objetivo de estudar os principais requisitos computacionais por meio do modelo
Roofline e da ferramenta Intel Advisor. Na Tabela [I| € apresentada uma das arquitetu-
ras utilizadas e suas principais informagdes de hardware que sdo utilizadas pelo modelo
Roofline. Além desta arquitetura os experimentos também foram executados em uma ar-
quitetura x86_64 com processador Intel Core 15-9500T 2.20 GHz. Porém, os resultados
sobre a caracterizagdo das aplicacdes e os gargalos computacionais foram similares de-
vido ao fato das duas arquiteturas serem equilibradas entre memoria e processamento.
Assim, devido a limitagdo de espaco, somente uma das arquiteturas utilizadas é detalhada
e apenas os resultados nesta arquitetura sao descritos na Segdo 4]

Tabela 1. Especificacoes da arquitetura utilizada.

Processor (i7-8700) Memory
CPU clock 3.20GHz MEM clock 2.66 GHz
Cores / threads 6/12 RAM size 64 GB
SIMD elements 8 Cache size 12.288 MB
Multiplier-Accumulator Units 2 Channels / Byte per channel 2/8
Peak GFlops 307.2 Peak Bandwidth 42.56

Foram executadas e analisadas seis aplicagdes do NAS [Frumkin et al. 2009]], que
representam aplicagdes usadas em HPC, mais especificamente na drea de Dindmica de
Fluidos Computacionais (CFD), implementadas em OpenMP: BT (Block Tri-diagonal),
LU (Lower-Upper Gauss-Seidel), CG (Conjugate Gradient), MG (Multi-Grid), SP
(Penta-diagonal scalar) e FT (Fourier Transform). Os tamanhos das aplicagdes do NAS



variam conforme os tamanhos dos problemas aumentam. Cada aplicacdo foi executada 10
vezes para cada tamanho de problema entre A e (P} e o nimero de threads foi predefinido
para ocupar todos os nucleos de processamento disponiveis.

Foram executados e analisados quatro algoritmos de IA representativos dos
usudrios do supercomputador Santos Dumont ﬂ K-Means, CNN (Convolutional Neu-
ral Network), ANN (Artificial Neural Network modelo Multilayer Perceptron) e SVR
(Support Vector Regression). Todos os algoritmos foram treinados em uma base de dados
sintética de 10.000 exemplos (sem levar em consideragdo a precisdo do modelo, pois o
objetivo foi avaliar o desempenho do algoritmo) executados 2 vezes cada, e o nimero de
threads foi predefinido para ocupar todos os nucleos de processamento disponiveis.

4. Resultados

Na Figura [2J(a) é apresentado o resultado para a aplicagdo BT. Baseado na tona-
lidade de cores de fundo de seus principais pontos (vermelhos e amarelos) podemos a
caracterizar como uma aplicagdo equilibrada na utilizacdo de memoria e processamento.
Também podemos observar que existem dois principais gargalos de desempenho para essa
aplicacdo: a memoria L3 e a adi¢do escalar. Neste caso, por mais que haja uma quantidade
significativa de pontos (verdes) limitados pela memoéria DRAM, sdo pontos que possuem
baixo custo computacional e representariam um ganho de desempenho insignificante caso
fossem otimizados. Fazer um melhor uso de memoria cache L2 e vetorizacao das fungdes
poderiam aumentar significativamente o desempenho da aplicagao.

Na Figura [2(b) ¢ apresentado o resultado da aplicagdo MG. Entre as aplicagdes
do NAS, a MG € a que apresenta uma maior utilizacdo de memoria e menor IntA. En-
tretanto, fazendo uma interpretacdo sobre o modelo Roofline, ela ainda é caracterizada
como uma aplicacdo equilibrada entre memoria e processamento, tendendo mais para
memoria. Ha espago para otimizacdes de memoria para essa aplicacdo, desde que se faca
um uso eficiente da memoria cache compartilhada. Porém, serd necessaria uma maior
IntA para que otimizagdes de processamento sejam eficazes. Isso significa reestruturar o
codigo caso seja possivel, visando reduzir o trafego de memoria. Poderia ser utilizada, por
exemplo, uma técnica de compressao e descompressdo que aumentam a IntA (chegando
a aplicacdo para a direita no grafico), permitindo espaco maior de desempenho atingivel
até a aplicacao chegar ao seu teto de desempenho.

Os resultados apresentados na Figura [2] sdo para aplicacdes do NAS apenas do
tamanho C, porém foram muito similares para os tamanhos A e B. Isso se explica pelo
fato de o Roofline utilizar o tempo de execu¢do da aplicacdo como um divisor para as
operacoes de ponto flutuante, construindo no final de sua execu¢do uma média do DPF por
segundo. Portanto, os resultados geralmente sdo independentes do tamanho do problema.

Assim, pela limitacdo de espaco e pela similaridade entre os resultados, os tama-
nhos A e B ndo serdo apresentados graficamente, bem como para as demais aplicagdes
(LU, CG, SP e FT). Porém, os resultados indicam que todas as aplica¢des se caracteriza-
ram como equilibradas entre memoria e processamento, com algumas particularidades em
relac@o aos seus gargalos. Por exemplo, as aplicacoes CG e FT sdo limitadas principal-

3As letras atribuidas aos pontos do Grifico na Figura [1| sio apenas para fins de representagio, nio
possuem ligacdo com essa nomenclatura de tamanhos do NAS.
“https://sdumont.Incc.br/



mente pelo teto de adi¢do escalar, tendo como prioridade para otimizacao a vetorizagao de
seus principais pontos. A aplicacao LU € limitada principalmente pela memdoria comparti-
lhada, além de possuir também um gargalo de adi¢do escalar. J4 a aplicacdo SP apresenta
um gargalo que difere das demais aplicagdes do NAS com um gargalo de memdria DRAM.
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Figura 2. Resultados do Roofline (Advisor) para as aplicacoes do NAS.

Na Figura [3| sdo apresentados os resultados para duas aplicacoes de IA. O resul-
tado do K-Means Figura [3(a) se caracteriza como intensiva em memdria, baseado nos
principais pontos do grafico, e que possui alguns requisitos de processamento (dois pon-
tos de custo moderado a direita). Seu principal gargalo, a meméria DRAM, € explicito,
sendo necessario um melhor uso de memoria cache compartilhada para atingir o maximo
de desempenho da aplicacdo. Otimizagdes baseadas em processamento apresentariam um
baixo ganho de desempenho, pois apenas se aplicardo em pontos de custo baixo e mode-
rado. Assim, uma maquina com uma alta disponibilidade de memoria e processamento
baixo seriam o suficiente para a execu¢do do algoritmo em seu estado atual.

A Figura [3(b) apresenta o resultado do algoritmo CNN, que assim como o K-
Means, é um algoritmo caracterizado como intensivo em memoria, considerando o prin-
cipal ponto do grafico. Possui baixo requisito de processamento em dois pontos de custo
moderado a direita, com um destes pontos atingindo um alto DPF fazendo bom uso de
vetorizacdo e memoria cache, sendo limitado principalmente pela memoria L2. Assim
como o K-Means, seu ponto principal possui um gargalo de memoéria DRAM, entretanto,
o DPF, IntA e a eficiéncia do uso de memoria desse algoritmo CNN ¢€ inferior ao K-Means.

Também foram analisados e caracterizados os algoritmos ANN e SVR. A ANN
foi caracterizada como intensiva em memoria € possui como principal gargalo a memoria
DRAM, com nenhuma de suas funcdes ultrapassando o teto do hardware de memoria
DRAM. A SVR, diferindo dos demais algoritmos de IA analisados, é caracterizada como
equilibrada entre memoria e processamento, isso vem do fato da SVR apresentar uma
IntA maior que os demais algoritmos de IA. Entretanto, suas principais caracteristicas e
seu principal gargalo, assim como os demais algoritmos de IA, é a meméria DRAM.
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Figura 3. Resultados do Roofline (Advisor) para as aplicacoes de IA.

Apesar de cada algoritmo apresentar suas particularidades de implementacgao e al-
gumas caracteristicas distintas, é possivel observar um padrao de comportamento entre
os conjuntos de aplicagdes. Enquanto aplicacOes do NAS requerem mais processamento e
oferecem mais otimizagdes voltadas a processamento, os algoritmos de IA analisados pos-
suem mais requisitos de memdaria e requerem muito pouco processamento. Além disso,
observa-se uma discrepancia entre os gargalos, enquanto a maioria dos algoritmos do NAS
possuem gargalos voltados a memdria cache compartilhada e vetorizacdo, os algoritmos
de IA apresentam um gargalo de memoria DRAM.

Esses resultados e a metodologia utilizada para a interpretacdao dos graficos de-
monstram como o modelo Roofline € til para a compreensdo dos gargalos e dos requi-
sitos computacionais das aplicagdes. Essa compreensdo sdao de grande importancia para
otimizacdes e tomadas de decisdes voltadas para o desempenho. Ter o entendimento
sobre os gargalos das aplicacdes auxilia em otimizacdes no software, melhorando seu
desempenho. Ja as caracteristicas de um conjunto de aplicacdes auxiliam na aquisi¢ao
e no desenvolvimento de novos hardwares. Além disso, conhecer as caracteristicas da
aplicagdo auxilia também na escolha de um hardware que melhor atende as necessidades
de desempenho da aplicagdo, evitando aquisi¢oes além do necessario.

5. Consideracoes Finais e Trabalhos Futuros

Neste trabalho foi detalhado o modelo Roofline e como interpretar seus resultados.
Também foi utilizada a ferramenta Intel Advisor, que implementa o modelo basico, além
de acrescentar informagdes tais como, 0 mapeamento de hardware por meio das 3 tona-
lidades de cores do fundo do grafico, técnicas de otimizacdo voltadas para vetorizagao e
multithreading e informacgao se o loop € otimizdvel ou ndo. Apesar de o Roofline ndo ser
uma proposta nova, sua utilizagc@o e interpretacao ainda sao desafiadoras devido a com-
plexidade inerente ao modelo, a falta de documentagdo e as divergéncias na literatura
sobre os parametros basicos que permitem sua implementacdo (0 mesmo acontece com



o Intel Advisor) e interpretacdo. Foram executados experimentos com um conjunto de
aplicacdes do NAS que caracterizam aplicacdoes de CFD e um conjunto de aplicagdes de
IA, ambas utilizadas tipicamente em ambientes HPC. O objetivo foi avaliar o desempe-
nho desses conjuntos diferentes de aplicacoes e os limitadores de desempenho (gargalos)
frente ao hardware, além de demonstrar a utilidade do modelo Roofline. Além disso,
foi apresentada uma metodologia para interpretacao dos resultados do modelo que per-
mitem caracterizar os principais requisitos computacionais das aplicacdes. Os resultados
e a metodologia utilizada para a interpretagdo dos graficos demonstram como o modelo
Roofline foi util para a compreensao dos gargalos e dos requisitos computacionais das
aplicacdes. Conhecer os gargalos das aplicacdes auxiliam nas otimizacdes e melhorias de
desempenho, enquanto identificar os requisitos computacionais das aplicagcdes auxiliam
na aquisi¢do e no desenvolvimento de novos hardwares e na escolha de um hardware que
melhor atende as necessidades de desempenho da aplicagao.

Para trabalhos futuros, ja estd em desenvolvimento um aplicativo web que permita
a geracdo do modelo Roofline. Além disso, serdo estudados e implementados formas de
ampliar o modelo para avaliar além do desempenho, a eficiéncia de consumo de energia
das aplicacdes e suas técnicas de otimizagoes.
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